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Resumen
En esta investigacion se aborda el problema del prondstico de eventos
probabilistico desde la perspectiva de las técnicas de inteligencia artificial. En
especifico se aplican las técnicas de aprendizaje automatico: redes neuronales
artificiales, arbol de decision C4.5 y el IBK en el prondstico del estado al
egreso de pacientes con traumas graves de craneo ingresados en la sala de
cuidados intensivos del Hospital Clinico Quirtrgico Docente “Gustavo
Aldereguia Lima” de la provincia de Cienfuegos. En la preparacién de los datos
se aplico la seleccion de rasgos por los métodos CfsSubsetEval y componentes
principales. En la investigacion se utilizo el enfoque de la computacion granular
con el empleo de dos criterios: del especialista médico y de granulacion éptima
a través del Detector automatico de interacciones Chi-cuadrado (CHAID). Se
logré establecer un modelo de aprendizaje automatico que garantiza como
minimo una mejora de un 12 % en la clasificacién respecto a la realizada

tradicionalmente.
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Introduccion
El hombre en los diversos campos de su actividad se ha enfrentado a la

necesidad de realizar prondsticos de eventos de caracter probabilistico, para lo
cual se ha basado tradicionalmente en los métodos estadisticos los cuales se
han enriquecidos considerablemente con el desarrollo de la informatica. A partir
de la segunda mitad del siglo XX junto al auge de las soluciones estadisticas
comienza el uso de otros enfoques del problema del prondstico tales como las
técnicas de Inteligencia Artificial.

La experiencia cientifica acumulada en estos campos pronto se comenzé a
transferir al campo de la medicina donde se han obtenido resultados en
problemas tales como: procesamiento de imagenes, sistemas expertos para el
diagnostico de enfermedades, etc.

Entre los resultados alcanzados en la realizacion de pronésticos con el empleo
de procedimientos estadisticos en el campo de la medicina se pueden
mencionar:

-El prondéstico del estado al egreso de pacientes con enfermedades cerebro
vasculares ingresados en terapia intermedia en el hospital clinico quirdrgico
Gustavo Aldereguia Lima de Cienfuegos[1].

-Outcome prediction in mild traumatic brain injury: Age and clinical variables are
stronger predictors than CT abnormalities[2].

-Pronéstico de supervivencia de infarto cerebral aterotrombético usando
aprendizaje automatico[3]. En esta investigaciébn se realiza la prediccién del
estado de los pacientes con lesion cerebral traumatica apacible a través del

empleo de una regresion logistica binaria.

Estos resultados, considerados satisfactorios por la calidad de los prondsticos
gue proveen tienen la deficiencia que constituyen modelos estaticos que se
hacen obsoletos con el paso del tiempo a consecuencia de los cambios
medioambientales y su influencia en el sistema de relaciones entre las
variables estudiadas, y carecen de la capacidad para actualizarse
continuamente con los datos de los nuevos casos, lo cual hace necesario
recalcularlos con datos recientes. Ademas estan sometidos a supuestos muy

restrictivos, que en ocasiones no se pueden garantizar.



Introduccién

Estos inconvenientes desaparecen con el uso se las técnicas de Inteligencia
artificial (I.A.) debido al uso procesos de aprendizaje automético que se
actualiza con el acceso a la nueva informacion.

“El desarrollo de tecnologias asociadas con las técnicas de inteligencia
artificial, aplicadas a la medicina, representa una novedosa perspectiva, que
puede reducir los costos, el tiempo de los tratamientos, los errores médicos; asi
como potenciar el uso de los recursos humanos en las ramas médicas con
mayores requerimientos” [4].

En este sentido los investigadores trabajan en la busqueda de modelos que
proporcionen prondsticos o mas precisos posibles, lo que representa un campo
de investigacion inagotable por la diversidad de enfermedades a las que se
enfrenta la ciencia médica.

Los resultados que se han obtenido en este campo de la investigacion no
siempre han tenido la aceptacion adecuada, por una parte por el apego a las
practicas tradicionales y por otra por la complejidad que representa la
implementacion de su uso en el desempefio hospitalario.

“La posibilidad de una recreacion del intelecto humano a escala artificial en el
campo de la salud, tropieza con dificultades que es preciso tratar desde una
sana postura critica. Con frecuencia, los pronunciamientos al respecto,
caracterizados por un gran optimismo con relacion al futuro promisorio de la 1A
con fines médicos, tratan la realidad de forma fragmentada y estudian sélo
ciertos aspectos de la relacion médico-paciente”[4].

En las salas de terapia de los hospitales es tratada una gran cantidad de
pacientes homogéneos segun el tipo de enfermedad o traumas que poseen.
Las politicas de tratamiento, ademas del diagnéstico del estado de los
pacientes al ingreso dependen también de la perspectiva de evolucion que se
establece en cada caso[l]. También es una verdad garantizada que: “La
prediccion exacta de resultado es deseable para el tratamiento optimo” [2].

El prondstico de la evolucion de estos pacientes es un problema complejo
gue en la actualidad se realiza solamente a partir de la experiencia de los
especialistas que los atienden [5] y del uso de escalas que los ayudan a la
toma de decisiones. “El modelo de razonamiento, ante un problema o dificultad
de orden clinico, suele seguir un proceso que no es sistematico, ni exhaustivo,

ni critico con la informacion; en él, se piensa primero en la experiencia o el

2



Introduccién

propio conocimiento acumulado o se consulta con un colega, cuyo
conocimiento es igualmente empirico. Es sorprendente e incluso alarmante que
segun diversas estimaciones, un alto porcentaje de las decisiones clinicas no
tienen un fundamento cientifico solido y sélo el 20% de la practica médica se
basa en actos de rigurosa efectividad’T5].

Se conoce que la prediccidbn exacta no es posible lograrla, y aunque los
porcentajes de clasificacion correcta que en la actualidad se logran son

aceptables, se espera que sea una actividad susceptible de mejora.

Segun lo planteado anteriormente existe la necesidad y la posibilidad de apoyar
al personal médico en el proceso de toma de decisiones, mediante los
resultados de la aplicacion de técnicas que permitan hacer un uso mas
completo de la gran gama de informacion que se acumula sobre los pacientes
que han sido atendidos segun un diagnéstico dado y que por su cuantia no es
factible su explotacion maxima en el momento de adoptar una decision; de
donde se deriva el siguiente problema:

PROBLEMA

¢,Como mejorar el pronostico del estado al egreso de los pacientes con

traumas graves de craneo?

IDEA A DEFENDER
Con el empleo de un modelo basado en técnicas de inteligencia artificial, se
mejorara el pronostico del estado al egreso de los pacientes con traumas

craneales graves.

OBJETIVO GENERAL
Elaborar un modelo basado en técnicas de inteligencia artificial que permita
realizar de forma fiable el prondstico del estado al egreso de los pacientes con

traumas craneales graves.

TAREAS
-Entrevistas y encuentros con los especialistas de traumas de craneo.

-Estudio del estado del arte de la actividad de prondstico en la medicina.

3



Introduccién

-Sistematizacion de los elementos tedricos de las técnicas de inteligencia
artificial que se aplicaran para la realizacion de prondsticos.

-Elaboracion del marco teorico del estudio que se realiza.

-Preparacion de los conjuntos de datos para la aplicacion de las técnicas de IA.
-Experimentacion de las técnicas de IA con el conjunto de datos y validacion
de los resultados.

-Comparacion de los resultados experimentales obtenidos entre las diversas
técnicas aplicadas para seleccionar la técnica de 1A mas eficiente.

-Elaboracion del documento final de la investigacion.

APORTE PRACTICO

Un modelo elaborado para el pronéstico que apoya a los especialistas en la
toma de decisiones durante la atencion a los pacientes.

Se aplica la técnica de mineria de datos Detector automatico de interacciones
Chi-cuadrado para el establecimiento de categorias que optimicen la relacion
entre las variables independientes y la dependiente en el proceso de

granulacion de los datos.

El trabajo estara estructurado de la siguiente forma:

Introduccion, tres capitulos, conclusiones, recomendaciones, referencias
bibliograficas y bibliografia. Los capitulos tendran la informacibn que a
continuacion se describe:

Capitulo 1: descripcion de las técnicas inteligentes MLP, arbol de decision j48
y IB1 (Vecino mas cercano). Ademas incluye elementos esenciales sobre la
seleccion de rasgos y granularidad de los datos.

Capitulo 2: disefio del experimento, preparacion de los datos y aplicacion de las
técnicas del MLP, arbol de decision j48 e IBK.

Capitulo 3: analisis de los resultados determinando el modelo para el

prondstico.



Capitulo 1 Marco teorico

En el presente capitulo se resume el desarrollo alcanzado por el sistema de
salud en Cuba y la problematica de salud que representan los traumas de
crdneo por accidentes, ademas se hace una resefia historica del desarrollo de
la inteligencia artificial y su uso creciente en las investigaciones de los ultimos
afos. Se define el aprendizaje como elemento fundamental de un sistema
inteligente y se describen tres técnicas de inteligencia artificial.: Perceptron
Multicapas (MLP), arbol de decision j48 y un IBK (Vecino méas cercano) con
aprendizaje supervisado. También se describe el uso de la seleccion de
rasgos para la ejecucion de las técnicas IA y la técnica de granularidad como

una posibilidad para la preparaciéon de los datos

1.1 Medicina en Cuba
La Revolucién cubana desde sus inicios dedicé grandes recursos para

garantizar la salud a toda la poblacion. Hoy se cuenta con un personal
altamente calificado y una infraestructura que permite una atencion de calidad
a toda la poblacion. La actividad investigativa en el campo de la salud ha
permitido un gran desarrollo en la medicina y posibilitado la introduccion de las
mas modernas técnicas existentes en todas las areas de la practica médica,

convirtiendo al Pais en una potencia médica.

La accidentabilidad por las mas diversas causas produce una cantidad
considerable de lesionados con traumas craneales que reciben una atencion
especializada en las salas de cuidados intensivos. El pronéstico de la
perspectiva del estado de esos pacientes ingresados en las instituciones de
salud es de gran importancia para la toma de decisiones en cuanto a politicas
terapéuticas por parte del personal especializado. Los traumas de craneo
encefalico son producidos debido a caidas, accidentes automovilisticos, golpes
y otros. A nivel mundial cada siete segundos ocurre un accidente y cada cinco
minutos fallece un individuo con trauma de craneo; constituyendo la segunda
causa de muerte en la poblacibn mundial después del cancer. Entre estos

accidentados el grupo de edad de 35 a 45 afios es el de mayor letalidad.



Capitulo 1

En la provincia de Cienfuegos en el afio 2012 la primera causa de muerte en

menores de 45 afios de edad fue la de los traumas de craneo graves.

El prondstico de la posible evolucion de estos pacientes a partir de los datos
clinicos iniciales, pruebas de laboratorio y de escalas diagndsticas, es un
problema multifactorial complejo que puede ser apoyado por sistemas
informéticos a partir de los resultados de la aplicacion de métodos de
inteligencia artificial.

En todos los hospitales del sistema nacional de salud se atienden en las salas
de cuidados intensivos a los pacientes con traumas craneales. En la sala de
cuidados intensivos del Hospital Gustavo Aldereguia Lima se atienden los
pacientes con traumas craneales, donde desde hace varios afos se lleva el
registro de un grupo de variables de interés, conformando un conjunto de
datos de gran utilidad para la investigacion. Este registro incluye hasta la fecha

83 casos.

1.2 La inteligencia artificial

El desarrollo de las tecnologias en el mundo ha posibilitado a los
investigadores enfrentar problemas que requieren investigar el sistema
complejo de relaciones existentes entre la diversidad de variables que
caracterizan el problema, dando lugar a formas de aprendizaje automatizado
gue se convierten en un recurso que aumenta considerablemente la posibilidad
de andlisis de la informacion existente. Para ello dedica grandes esfuerzos en
la creacion de algoritmos, métodos y técnicas que realicen procedimientos para
agilizar el razonamiento inteligente en la construccién de robots maquinas con
acciones fisicas e inteligentes muy parecidas o iguales a las humanas. Todas
estas acciones que simulan a los seres humanos se encuentran en el area de
la inteligencia artificial que se ha constituido en una rama de las Ciencia de la
Computacion.

En el afio 1903 se inventaron las valvulas a vacio y posteriormente se inventa
el computador ENIAC que contenia 18000 de estas valvulas, de la cual se dice
qgue es la primera maguina inteligente disefiada por el hombre[6]. En el 1937 el
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matematico inglés Alan Mathison Turing realizé un estudio de gran relevancia
donde introdujo la Méaquina de Turing, ademas formaliz6 el concepto de
algoritmo. Con esta maquina pudo probar que existian problemas sin solucion,
de los que ningun computador serd capaz de dar un resultado. También se le
considera el padre de la Inteligencia Artificial, por su famosa Prueba de Turing,
que permitiria comprobar si un programa de ordenador puede ser tan
inteligente como un ser humano, ademas Alan Turing tenia la premisa de que
si durante el intercambio entre una computadora y el usuario, este ultimo cree
gue esta intercambiando con otro humano, entonces se dice que el sistema es
inteligente[7]. En el aflo 1956 se acufio el término “inteligencia artificial" en
Dartmouth, durante una conferencia convocada por John McCarthy. En este
campo de investigacion se prosiguid trabajando y en 1980 los japoneses
tuvieron un gran auge con los sistemas expertos.[8]

El estudio y la investigacion en este campo ha alcanzado un avance
considerable en cuanto al desarrollo y aplicacion de técnicas y algoritmos
inteligentes, etc. El objetivo principal de la I.LA es que maquinas inteligentes
puedan simular las habilidades y acciones fisicas de los seres humanos no
para su sustitucion sino para su empleo en areas de trabajo, maquinas capaces
de obtener conocimiento, resolver problemas, predecir eventos a suceder,
clasificar, evaluar informacion, entender simbolos, entre otros. Asi de esta
forma las acciones son mas répidas, precisas y sin riesgos humanos si el

trabajo que se realiza es peligroso.

En la inteligencia artificial confluyen varios campos entre los que se pueden
nombrar los citados por[9][10][11]:

= Aprendizaje Automatico (Machine Learning).

» Ingenieria del conocimiento (Knowledge Engineering)

» Logica difusa (Fuzzy Logic)

» Redes neuronales artificiales (Artificial Neural Networks)
= Sistemas reactivos (Reactive Systems)

» Sistemas Multiagente (Multi-Agent Systems)

» Sistemas basados en reglas (Rule-Based Systems)

» Razonamiento basado en casos (Case-Based Reasoning)
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= Sistemas expertos (Expert Systems)

» Redes Bayesianas (Bayesian Networks)

= Computacion evolutiva (Evolutionary Computation)
= Estrategias evolutivas

= Algoritmos genéticos (Genetic Algorithms)

» Técnicas de Representacién de Conocimiento

» Redes semanticas (Semantic Networks

* Frames

» Vision artificial

» Audicion artificial

» Linguistica computacional

» Procesamiento del lenguaje natural (Natural Language Processing)

» Mineria de datos (Data Mining)

Como se dijo, la Inteligencia Atrtificial es utilizada en la actualidad en disimiles
campos, convirtiendose en los Ultimos afios en una rama emergente de las
Ciencias de la Computacion, sobre la cual se dirigen grandes esfuerzos de la
comunidad cientifica del mundo. Su aplicacion penetra las mas diversas
esferas de la actividad social como en la robdtica, industria mecanica,
astronomia, medicina, entre otras; las cuales han reportando beneficios en las
solucion de estos problemas donde es necesaria principalmente la
manipulacion de informacién; ademas se ocupa de la representacion,

adquisicion y procesamiento de conocimientos de forma automatizada.[9][10]

Las técnicas de inteligencia artificial se asemejan al comportamiento
inteligente; es decir cuando se aplican para resolver problemas de toma de

decisiones similares a las que toman los seres humanos.

Pero formalmente ¢Qué es Inteligencia Artificial? existen numerosas
definiciones para el término pero en realidad no existe aun ninguna definicion
Gnica que resuma adecuadamente todos los aspectos que el término quiere
representar. Segun [9] se define como “...el estudio de como lograr que las
computadoras hagan cosas que por el momento, las personas hacen mejor.

Una computadora encuentra las raices de una ecuacion mucho mas rapido y
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con mayor exactitud que un hombre; sin embargo, el hombre reconoce mucho
mejor un conjunto de caracteres”. Otra definicion es la propuesta por [11] que
la define “como el estudio de las computaciones que permiten percibir, razonar

y actuar’.

1.2.1 Aprendizaje automatico
Como antes se menciond en la |.A existen varios campos de investigacion. De

ellos resalta gran numero de investigaciones realizadas con aprendizaje
automatico, conocido en inglés por machine learning.

¢, Qué es aprendizaje automatico? Se define el aprendizaje como elemento
fundamental de cualquier sistema que se considere inteligente y su
clasificacion puedes ser: supervisado y no supervisado[12]. El aprendizaje
supervisado parte de un conjunto de entrenamiento para el aprendizaje que
consta de entradas y salidas (atributos y clases) y el no supervisado no
requiere conocer la clase a predecir (salidas), el propio sistema hace un
procesamiento organizativo para identificar grupos de datos que bajo
caracteristicas comunes (atributos) se agrupan en una misma clase.

Este campo de investigacion comprende métodos, mecanismos y reglas,
mediantes las cuales los computadores pueden aprender, razonar con gran
rapidez semejandose a las de un ser humano a la hora de reconocimiento de
patrones, imagenes, interpretacion del lenguaje natural, toma de decisiones.
Esta Gltima permite a través de técnicas de clasificacién predecir, pronosticar y
clasificar segun criterios y métodos grupos de objetos, animales, personas etc.
que pertenecen a distintas categorias o clases especificas.

Cada uno de los grupos clasificados poseen caracteristicas, es decir atributos,
los cuales ofrecen la informacion que los particulariza y diferencia de otros
grupos; todos estas caracteristicas permiten categorizarlos en diferentes

clases, quedando asi una conjunto de datos.

Cada vez mas, el aprendizaje automatico esta siendo utilizado en la solucion
de problemas practicos de diferentes areas. En el caso particular de la

medicina su utilizacion es bastante frecuente. Un nicho significativo lo ha
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constituido la problematica del diagnostico médico en el cual varias soluciones

basadas en aprendizaje automéatico han sido presentadas[13-22].

1.3 Técnicas de clasificacion. Caracterizacion general.

Segun la literatura consultada existen varias técnicas de clasificacion y alguna

de ellas con buenos resultados en el prondstico médico[3].

Teniendo en cuenta la literatura consultada y los resultados preliminares
alcanzados en la investigacion se describen las 3 técnicas de clasificacion que
tuvieron mejor desempefio en problemas similares al tratado en esta
investigacion. Estas técnicas son: Perceptron Multicapas (MLP), Arboles de

decision j48 e IBK (K-ésimo vecino mas cercano).

1.3.1 Redes neuronales artificiales

Las redes neuronales (RNAs) o sistemas conexionistas como también se les
llama, se han desarrollado en analogia con el funcionamiento de las redes
biolégicas del cerebro humano. Se constituyen en técnicas de inteligencia
artificial que se han empleado en un amplio nimero de investigaciones de
gran impacto en la actualidad.

Las redes neuronales, vistas como un area de la ingenieria del conocimiento,
pueden situarse dentro de esta forma de tratar el problema de modelado. Son
una herramienta utilizada en la resolucion de problemas reales de gran
complejidad y de diferentes areas, como por ejemplo, el reconocimiento de
patrones, diagnostico médico, modelado de datos financieros, prediccion de
datos de crecimiento microbiano, etc .

La primera red neuronal artificial fue desarrollada por Warren McCulloch y
Walter Pitss en el afio 1943. Estos sistemas de procesamiento de informacién
estan conformados por neuronas conectadas con otras mediante enlaces de
comunicacion; ya que la primera neurona emite una salida hasta la conexion de
otras neuronas[23]. Estos enlaces tienen un peso que contiene la informacién
de influencia de una neurona con otra. Si este peso tiene un valor positivo

corresponde a una relacion de excitacion fuerte y si el valor del peso es
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negativo corresponde a una separacion débil. Cada neurona ajusta las
influencias de los enlaces recibidos de las entradas en una influencia total,
todo esto se hace continuamente segun una funcion de activacion, esta pasa
estrictamente la suma de los valores de las entradas a través de una funcién

umbral para establecer la salida de las neuronas.[24]

Los factores de peso en los enlaces entre neuronas pueden ser adaptables o
fijos, los adaptables recurren a un orden de ensefianza para convenir el valor
de la fuerza de la conexion de las neuronas; ademas son basicos si no se
conoce inicialmente cual deberd de ser su valor correcto. Si las neuronas
emplean un peso fijo, su trabajo debera estar anticipadamente definido. Los
pesos seran definidos a partir de una representacion completa del

problema[24].

La figura 1 muestra la similitud de un modelo de red biologica y una artificial.
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Figura 1 similitud de un modelo de red biolégica y una artificial.[25]

Las redes neuronales se congregan en bloques estructurales los cuales se
nombran capas. Estas se dividen en tres tipos de capas, la primera es la capa
de entrada la cual conforma el primer bloque; el segundo bloque esta
compuesto por una o varias capas ocultas y el tercer bloque contiene la capa
de salida. La capa de entrada esta formada por las neuronas que tienen la
tarea de introducir los patrones de entrada en la red, la cual toman de los
datos o indicaciones procedentes del entorno del problema a resolver. Ademas

en este primer bloque no se efectia ningun procedimiento.

11
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Las capas ocultas estan formadas por aquellas neuronas cuyas entradas
provienen de capas anteriores y cuyas salidas pasan a neuronas de capas
posteriores.

La capa de salida es aquella que esta formada por neuronas cuyos valores de
salida corresponden al valor del resultado calculado por toda la red.

Como conclusion se puede decir que la estructura de una red neuronal de tipo

multilayer perceptron esta formada por tres tipos de capas.

Las RNAs presentan distintos tipos de arquitectura en correspondencia con la
estructura de las capas. Pueden ser monocapas y multicapas. Las redes
monocapas son aquellas formadas por una sola capa y las multicapas su
formacion esta dada por varias capas. Atendiendo al flujo de la informacién
(datos) podemos comentar de redes recurrentes (feedback) o realimentadas
donde la informacién puede fluir entre las capas en cualquier sentido; y las
redes unidireccionales (feedforward) las cuales la informacién fluye en un Unico

sentido de las neuronas de entrada a las neuronas de salida.

Maonocapa v realimentadea Mudticapa v unidireccional

Ejemplos de arquitecturas neuronales.

Figura 2 Ejemplos de arquitectura de redes neuronal [26]

La topologia de las redes neuronales presenta diferentes tipos, los cuales
pueden ser de acuerdo a sus enlaces y a la distribucién espacial entre las
neuronas. En un sistema de RNAs las conexiones o enlaces son direccionales,
la informacién solamente puede propagarse en un solo sentido.

A continuacion se muestra en la siguiente imagen el disefio de una red

neuronal de tres capas:

12
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Informacion

Capa de enirada Capa oculta Capa de zalida
{Sensorial) {(procezamiento}

Figura 3 Red neuronal

Una vez desarrollado la arquitectura y composicion de una red neuronal
artificial veremos el proceso de aprendizaje.

En este proceso se le proporciona a la red una muestra de casos aleatorios del
conjunto de datos disponibles, y se ajustan los pesos de manera que cada

estimulo (entrada) produzca la salida deseada.

Utilizando aprendizaje supervisado, la exactitud de los resultados depende del
conocimiento por la red de la informacién de una muestra de patrones, de la
salida u objetivo que se quiere, ademas de la precision en los pesos hasta que
su salida sea la esperada. De esta forma la red es competente de precisar las
entradas y salidas sin necesidad de plantear una representacion funcional de
partida.

En el aprendizaje no supervisado se presentan a la red un conjunto de casos
sin asociar a la respuesta que se desea. La red, por medio de la regla de
aprendizaje, estima la funcion: densidad de probabilidad, a partir de lo cual
puede reconocerse las regularidades en el conjunto de entradas, extraer

rasgos, 0 agrupar patrones segun sus similitudes (clustering).

13
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Sin embargo las respuestas finales de las redes neuronales dependen de las
condiciones iniciales del entrenamiento de la red, ya que si el entrenamiento es
hecho con datos errados, o con escasos juegos de datos, los resultados finales
pueden no ser correctos, ni los esperados para darle una solucién precisa y

eficiente al problema propuesto.

Se conocen alrededor de cincuenta tipos de modelos de redes neuronales
artificiales: Perceptron, Perceptron Multicapa, Mapa de Kohonen, ADALINE,
MADALINE, Hopfield, Maquina de Boltzmann, entre otras que han sido

utilizadas en varias soluciones practicas como las publicadas en [27-37]

1.3.1.1 Modelo de red neuronal artificial. Perceptron Multicapas.

Uno de los primeros modelos de redes neuronales fue el Perceptron el cual
surge en el afio 1962 su creacion se debe a Rosemblatt. ElI Perceptrén es un
modelo unidireccional formado por dos capas, una de entrada y otra de salida.
La funcién de activacién de esta neurona de salida es de tipo escalén. Este
modelo en su algoritmo de aprendizaje determina de manera automética el
peso sinaptico que clasifica un subconjunto de patrones a partir de un conjunto
de ejemplos etiquetados, por lo que puede utilizarse como  clasificador,
ademas precisa los pesos en proporcion a la diferencia existente entre la salida
actual de la red y la salida que se quiere obtener, con el objetivo de minimizar
el error actual de la red[9].

El PS tiene la desventaja que solo se basa en funciones linealmente
separables. Esta deficiencia motivd a Minsky y Papert a la investigacion del
Perceptron y en el afio 1969 divulgaron un estudio realizado al respecto. Todo
estos trabajos investigativos permitieron llegar a la idea de adicionarle a la red
capas ocultas, surgiendo asi un nuevo modelo de red neuronal artificial, la
arquitectura del perceptrén multicapa (MLP). Esta red se caracteriza porque
cada neurona oculta o de salida esta disefiada para realizar dos calculos: la
dispersion de la sefal hacia delante (forward pass) y el vector gradiente

necesario para la retro-propagacion (backward pass)[24]. El proceso de
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entrenamiento del MLP se desarrolla mediante un algoritmo de
retropropagacion (backpropagation) de errores o variantes, este es el algoritmo
que resuelve el problema de adiestrar las neuronas de las capas ocultas. El
algoritmo permite a la red aprender de un juego de datos predefinido de pares
de entradas y salidas proporcionadas como ejemplo. En el caso de de la
aplicacion de un patron de entrada como estimulo para la primera capa de la
red esta informacion se va propagando por todas las capas hasta generar la
salida. La sefal de salida se compara entonces con la salida deseada y se
determina el error para cada neurona de salida. Si existiera mas de una capa
oculta este calculo de error no se puede hacer directamente en las neuronas de
la capas ocultas, solo se puede hacer si hay una sola capa intermedia (capa
oculta). Lo que se hace en caso de haber mas de una capa intermedia es
propagar hacia atras el error, llamado este proceso retropropagacion de
errores. Estos errores se envian hacia las neuronas de las otras capas,
partiendo de la capa de salida. Cada neurona que tuvo algun error, propaga
hacia todos las neuronas de la capa oculta, que aporten directamente a su
salida, una fraccion del error ocurrido durante el proceso. Esto no solo se hace
para una neurona, sino que se realiza la misma operacion para todas las
neuronas de la capa de salida. De esta manera, cada neurona de las capas
intermedias recibira una fraccién de todos los errores que ocasiono su salida
en la propagacion anterior. Todo este proceso se repite en cada capa hasta

gue todas las neuronas de la red hayan recibido un valor de error.

Esto permite apoyarse en el valor de error percibido, la actualizacion de los
pesos de conexidn de cada neurona, y que la red pueda codificar todas las

tramas de entrenamiento.

Este algoritmo presenta una deficiencia a la hora de minimizar la busqueda
de la funcién de error, pues puede obtener un minimo local o algun punto
estacionario perturbado o encontrar el minimo global de la funcion de error.
Aungue necesariamente no siempre tiene que alcanzarse el minimo global en

todas las aplicaciones, se puede preestablecer un error minimo.

De la aplicacion y experimentacion de la retropropagacion en diferentes
problemas resulté que este es capaz de enfrentar problemas de clasificacion de

gran envergadura, de manera eficaz y relativamente con facilidad. De forma
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global se ha establecido que el MLP es una red con grandes ventajas si el
entrenamiento se desarrolla con rigurosidad y tratando en todo momento del
proceso de reducir al minimo el error; llevando todo esto a obtener un buen

entrenamiento que posibilite una clasificacion fiable y deseada.

Para muchos investigadores el MLP es la red neuronal mas idénea para

solucionar problemas de clasificacion supervisada.

1.3.2 Arboles de decision.

Los procesos de clasificacion de casos, fendmenos naturales, enfermedades,
entre otros, han sido abordados con el empleo de técnicas estadisticas o
modelos probabilisticos y mas recientemente en la perspectiva de la
inteligencia artificial con el uso de los arboles de decision. A continuacion nos

centraremos en esta técnica de clasificacion dentro de la |.A.

La propuesta de estas técnicas fueron hechas en sus inicios por Hunt, Marin y
Stone [40]. Este campo fue tomado por otros investigadores realizando
estudios notables que se enriquecieron de nuevas teorias y definiciones en las

gue se destaca Quinlan, Breiman, Friedman, Olshen [40].

Los arboles de decisién son sistemas de aprendizajes inductivos como

“

también se les conoce. Se entiende como aprendizaje inductivo: “...es aquel
aprendizaje que parte de casos particulares (experiencias) y obtiene casos
generales (modelos o reglas)” [40].

Los sistemas de aprendizaje inductivos son aplicados para extraer informacion,
clasificar y predecir, posibilitando la ayuda a los expertos en el andlisis de

conocimiento acumulado en conjuntos de datos.

EL algoritmo ID3 es el algoritmo basico para la obtencion del arbol de
decision[12]. Mediante este algoritmo, la conformacién de arboles de decisién
se realiza mediante un proceso recursivo. Su estructura es un grafo que
empieza con el nodo raiz y termina en las hojas. El nodo raiz tiene nodos
descendientes, de los cuales pueden descender otros nodos. Todos los nodos

gue no tengan descendientes son las hojas, las cuales portan el valor o
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nombre de las clases. La estructura del arbol se comienza con la busqueda del
nodo raiz el cual es atributo mas revelador de informacion de la conjunto de
datos con respecto a las clases. Esto se determina mediante el célculo de
entropia cuanto mas pequefio sea este valor menor sera el grado de

incertidumbre que aporta el atributo:

G(Q, A)= Entropia(Q) - Zn: —MEntrOpia(Qv)

veValores(A) | Q |

Entropia indica el valor de entropia y se calcula por la siguiente férmula

Entropia(Q) —i— P, Iog2 P,

n: cantidad de clases

Q: conjunto de casos.

pi: cantidad de casos de Q que pertenecen a la clase i

A: atributo

valores(A): todos los posibles valores que puede tomar el atributo A

Q.: subconjunto de Q cuyas instancias tienen el valor v en el atributo A

Nodo raiz
/ \
Nodo 1 Nodo 2
NN
Hoja Nodo 3 Hoja Hoja
/N
Hoja Hoja

Grafico 1 Ejemplo de un arbol

Una vez conformado un arbol de decision se extraen las reglas del
mismo, las cuales pueden ser empleadas para clasificar nuevos casos en el

sistema de clases establecido.
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Posteriores modificaciones al ID3 han generado variantes mas sofisticadas de
algoritmos que generan arboles de decision. Entre las méas conocidas esta la
variante C4.5[12]

1.3.2.1 Algoritmo C4.5

EL algoritmo C4.5 fue propuesto por Ross Quinlan en Programs for Machine
Learning. Morgan Kaufmann Publishers, 1993. Este algoritmo basado en el ID3
presenta un mecanismo de post-poda el cual permite la formacion de un arbol
mas simple para el entendimiento. Es capaz de extraer informacion en
grandes conjuntos de datos compuestas por atributos continuos y categoricos
[40]. La estrategia de busqueda que utiliza es primero en profundidad (depth-
first).

Entre las mejoras que incluye con respecto a su antecesor se encuentran:

o Permite utilizarse tanto con atributos continuos como con atributos
discretos. C4.5 crea un umbral y luego se divide la lista en aquellos cuyo
valor de atributo es superior al umbral y los que son menores o iguales a
él.

o Puede utilizarse aun cuando hayan valores de atributos faltantes - C4.5
permite valores de los atributos para ser marcado como para faltantes.
Los valores faltantes de los atributos simplemente no se usa en los

calculos de la ganancia y la entropia. [40]

Una de las implementaciones mas utilizadas de este algoritmo es la conocida
como J48. Esta es una implementacibn open source en lenguaje de
programacién Java en la herramienta Weka que se describe en este

documento.

1.3.3 IBK: EL vecino mas cercano.

En la actualidad existe un numeroso grupo de clasificadores, entre los que se
encuentran los Lazy, que en espafiol significa holgazan o perezoso. Este

grupo esta compuesto por varias técnicas, dentro de las cuales encontramos
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de IB1, IBK, kStart entre otras. Nos centraremos en el IBK, esta técnica se
conoce también como el vecino mas cercano. Su proceso de clasificacion se
basa en clasificar un nuevo caso comparandolo con los casos mas cercanos

mediante la distancia euclidiana.
dE (i, J) = \/(Xil -X jl)z(xiz -X jz)z

En el funcionamiento del algoritmo de clasificacion de vecinos mas cercanos

se parte de un conjunto de datos de X casos, los cuales pertenecen a clases
disjuntas. Se tiene un nuevo caso P para clasificar. Se determinan los K
vecinos mas cercanos al nuevo caso a clasificar mediante la distancia
euclidiana, siendo el niumero K ajustable a partir de pruebas preliminares que

permitan determinar cual es el valor de k mas apto para la clasificacion.

Se le asignara el nuevo caso (P) a la clase que mas se repita entre los k
vecinos mas cercanos.
Ejemplo:

Clases: puntos verde ( g3y puntos azules (

K=5
X= 15
P=2

P es el punto Rojo (@)

Gréfico 2 Ejemplo de busqueda del IBK

Como se nota en la figura, los K vecinos de P son 2 azules y 3 verdes, siendo

estos los mas predominantes; por lo que P se clasifica como verde. Si
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ocurriese el caso que el numero de vecinos fuera par y existiera la misma
cantidad de casos en cada clase, entonces hay que aplicar una regla heuristica
para el rompimiento de este equilibrio. En este caso se puede hacer la eleccion
de el vecino mas cercano o también escoger la clase con las distancia media

menor [41].

1.4 Seleccién de Rasgos
Cuando un proceso esta caracterizado por una gran cantidad de atributos entre

los cuales pueden existir algunos que aportan informacion redundante o que no
tienen una incidencia significativa sobre la variable dependiente del proceso, la
seleccion de los rasgos esenciales aporta beneficios en el analisis de la
informacion con el proposito de clasificar a los individuos en las clases
definidas por las categorias de la variable dependiente. Este proceso puede
incidir en el ahorro de tiempo y recursos por medicidén de variables irrelevantes
o redundantes, ademas de eliminar variables de confusion que pueden afectar

la calidad de la clasificacion.

La seleccién de rasgos incluye dos componentes fundamentales: el método de

bldsqueda y la funcion de evaluacion.

La funcion de evaluacion permite calcular la cantidad de subconjuntos de
rasgos, mientras que el método de busqueda, por lo general heuristico, es el

encargado de generar los subconjuntos de rasgos.

Entre las funciones de evaluacion utilizadas en los métodos de seleccion de
rasgos dos de las mas utilizadas son la implementacion CfsSubsetEval y el de

componentes principales.

1.4.1 CfsSubsetEval
La funcién de evaluacion CfsSubsetEval se basa en calcular la correlaciéon de

la clase con cada atributo existente en el juego de datos, y eliminar los
atributos que presentan una correlacibn muy alta como atributos

redundantes. Segun  este método los subconjuntos elegidos son aquellos
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altamente correlacionados con el atributo que precisa las clases y con

poca correlacion entre ellos[15].

1.4.2 PrincipalComponents (Componentes principales)

La funcion de evaluacion de componentes principales consiste en la
transformaciéon de p variables en p combinaciones lineales, llamadas
componentes principales, que se caracterizan porque la primera componente
explica la mayor parte de la variabilidad de conjunto de datos, la segunda
componente explica la mayor parte de la variabilidad restante y asi
sucesivamente hasta la componente p-ésima. Estas componentes constituyen
variables artificiales, ademas de ser ortogonales entre si. Las componentes se
obtienen por transformaciones algebraicas a partir de la diagonalizacion de la
matriz de correlaciones de las variables originales. Las p componentes explican
el 100 % de la variacion total del conjunto de datos. En multiples aplicaciones
se utilizan solo las primeras componentes que logran explicar un porcentaje
alto de variabilidad total.

El software Weka para realizar una seleccién de rasgos tiene la opciéon del
empleo de una funcién de evaluacion, un método de busqueda o de manera

personalizada por el especialista.

1.5 Computacion granular
La computacion granular, conocida por su acrénimo en inglés como GrC, se

definié en el resumen de la conferencia IEEE-GrC’2006 como una teoria de
computo general para el uso efectivo de granulos, tales como clases, clusteres,
subconjuntos, grupos e intervalos para construir un modelo computacional
eficiente para aplicaciones complejas con una gran cantidades de datos,

informacién y conocimiento[42].
La Computacion granular se centra en la solucion de problemas basado en

conceptos de sentido comun de granulos, vista granulada, granularidad y

jerarquia[43].
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Cada vez mas, la computacion granular juega un rol muy importante en la
bioinformética, los negocios electrénicos, seguridad, aprendizaje automético,
mineria de datos, entre otras areas en términos de eficiencia, efectividad,

robustez e incertidumbre[42].

Esencialmente la computacion granular es un estudio interdisciplinar y
multidisciplinar que emerge de muchas disciplinas desde la filosofia y la
psicologia hasta la inteligencia artificial. (Granular computing, past, present and

future).

1.5.1 Granularidad
La experiencia en la actividad investigativa que se basa en el empleo de

relaciones entre variables, permite establecer que en muchas ocasiones
pequefias diferencias dadas por las mediciones son irrelevantes para obtener
una buena clasificacion y que la granulacién conveniente de los atributos puede
expresar el contenido esencial del sistema de relaciones, con beneficios en el
proceso de clasificacion.

La granularidad incluye la construccion de 3 componentes basicos: Los

granulos, la vista granular y la jerarquia.

Un granulo es interpretado como una de las numerosas particulas pequefas

gue forman una unidad mayor.

La vista granular, también conocida como nivel consiste de entidades

(granulos) cuyas propiedades caracterizan y describen al elemento en estudio.
La jerarquia se define como el orden en que se establecen los niveles o vistas
granulares. De modo que en un sentido se va de un nivel con mayor

granularidad a otro de menor granularidad[43].

Ademas, la granularidad también incluye dos operaciones basicas que son la

combinacion (unién de granulos para conformar un granulo a otro nivel) y la
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descomposicion (la separacion de unidades de un granulo para formar nuevos

granulos a otro nivel).

Desde esta perspectiva es necesario establecer los criterios y métodos de

granulacion segun el problema a tratar.

Ejemplos de investigaciones que se basan en la computacion granular

obteniendo resultados satisfactorios son [44-52]

1.6 Conclusiones parciales del capitulo
El avance de la medicina en Cuba es una verdad innegable que se consolida

cada vez mas por su capital humano y la utilizacion de nuevas tecnologias. La
inteligencia artificial y méas especificamente el aprendizaje automatico se
muestran como alternativas factibles y eficientes en la solucién de problemas
de clasificacion que han tenido gran notoriedad en el prondstico en areas tan

sensibles como la salud.

Segun la bibliografia consultada, las técnicas de clasificacion mas utilizadas en
problemas similares al tratado en esta investigacién son las redes neuronales
artificiales, particularmente el perceptron multicapa, los arboles de decision, en
particular el C4.5 y las llamadas técnicas “lazy”, particularmente la del k-ésimo

vecino mas cercano.

La seleccion de rasgos aporta una premisa de valor en la preparaciéon de los
datos para la aplicacion de las técnicas de clasificacién. Esto toma mayor
connotacion desde la perspectiva de la computacion granular al permitir

diferentes niveles de granularidad de los datos que influyen en la clasificacion.
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Capitulo 2 Preprocesamiento de los datos
En este capitulo se presentan las herramientas empleadas en el desarrollo de

la investigacion. Se precisan los resultados de las selecciones de rasgos
realizadas a las variables originales y de la granulacion para la aplicacion
posterior de las técnicas de aprendizaje automatico: MLP, arbol de decision
C4.5 (con su implementacién J48) y el KNN (con su implementacion IBK).
Ademas se ajustan los pardmetros de cada una de estas técnicas.

2.1 Conjuntos de datos
En esta investigacion se utiliza la compilacion de datos de pacientes

ingresados con traumas graves de craneo en la sala de cuidados intensivos del
hospital clinico quirargico Gustavo Aldereguia Lima de Cienfuegos. Esta
compilacién cuenta con 40 variables recogidas durante varios afos. A partir de
la misma se conformaron varios conjuntos de entrenamientos. Estos conjuntos
estan construidos para obtener el prondstico en cada uno de cuatro momentos
del tiempo en que se actualiza la informaciéon del comportamiento de las
variables que caracterizan el estado de los pacientes, es decir al ingreso, 24

horas, 48 horas y 72 horas.

Las variables registradas son:
e [Edad,
e Sexo,
e TAC(Escala de coma de marshall)
e ECG(Escala de Coma de Glasgow),
e Alteraciones pupilares,
e TAS(Presion arterial sistdlica),
e Hipoxemia,
e PIC (Presidn intra craneal),
e PPC (Presion de perfusion cerebral),
e IPR (indice del pulso del liquido cefalorraquideo sobre respiracion),
e Glicemia,
e Osmolaridad,

e Egreso.
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En el caso de las variables Edad, Sexo y TAC estas tienen una unica medicion
para cada instancia, lo mismo sucede para la variable egreso que en este caso
sera la variable dependiente y que define las clases en la clasificacion. El resto
de las variables (9 en total) se miden en cada uno de los cuatros momentos ya
indicados. Esto hace que realmente sean 36 variables que junto a las 3 de
Gnica medicion y la variable que representa las clases completan las 40

variables.

Para nombrar las variables iniciales que se transforman en 4 variables segun
los momentos de medicion, se le agrega a estas, segun sea el caso, la letra |
(Ingreso) o los numeros 24, 48 o 72 para las horas posteriores al ingreso. Por
ejemplo: PICI, PIC24, PIC48 y PIC72 representan la presion intracraneal al

ingreso y a las 24 horas, 48 horasy a las 72 horas de ingresado el paciente.

A continuacién se detallan los conjuntos de datos conformados para la
experimentacion:
- Al Ingreso: es un conjunto constituido solo por variables medidas al
ingresar el paciente. (13 variables)

- Alas 24 horas: este conjunto esta conformado por las variables medidas
al ingreso y también por las medidas a las 24 horas de estar el paciente

en el hospital. (22 variables)

- A las 48 horas: este conjunto esta formado por las variables de ingreso,
las variables medidas a las 24 horas y las medidas a las 48 horas. (31

variables)

- A las 72 horas: este ultimo conjunto estd conformado por todas las
variables medidas en los cuatro momentos que se han considerado. (40

variables)

A continuacion se presentan las variables seleccionadas en cada uno de los

conjuntos de datos:
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Tabla 1Variables a utilizar en cada conjunto de datos

Al ingreso Alas 24 horas A las 48 horas Alas 72 horas

1. Edad 1. Edad 1. Edad 1. Edad

2. Sexo 2. Sexo 2. Sexo 2. Sexo

3. ECGI 3. ECGI 3. ECGI 3. ECGI

4. Alt. Pupilaresl 4. ECG24 4. ECG24 4. ECG24

5. TASI 5. Alt. Pupilaresl 5. ECG48 5. ECG48

6. Hipoxemial 6. Alt. Pupilares24 6. Alt. Pupilaresl 6. ECG72

7. PICI 7. TASI 7. Alt. Pupilares24 7. Alt. Pupilaresl
8. PPCI 8. TAS24 8. Alt. Pupilares48 8. Alt. Pupilares24
9. IPRI 9. Hipoxemial 9. TASI 9. Alt. Pupilares48
10. Glicemial 10.Hipoxemia24 10.TAS24 10.Alt. Pupilares72
11.0smolaridadl 11.PICI 11.TAS48 11.TASI

12.TAC
13.Egreso

12.PIC24
13.PPCI
14.PPC24
15.1PRI
16.IPR24
17.Glicemial
18.Glicemia24
19.Osmolaridadl
20.0smolaridad24
21.TAC
22.Egreso

12.Hipoxemial
13.Hipoxemia24
14.Hipoxemia48
15.PICI

16.PIC24
17.PIC48
18.PPCI
19.PPC24
20.PPC48
21.1PRI

22.1PR24
23.1PR48
24.Glicemial
25.Glicemia24
26.Glicemia48
27.0smolaridadl
28.0smolaridad24
29.0smolaridad48
30.TAC
31.Egreso

12.TAS24
13.TAS48

14. TAS72

15. Hipoxemial
16.Hipoxemia24
17.Hipoxemia48
18.Hipoxemia72
19.PICI

20.PIC24
21.PIC48
22.PIC72
23.PPCI
24.PPC24
25.PPC48
26.PPC72

27.1PRI

28.1PR24
29.1PR48
30.IPR72
31.Glicemial
32.Glicemia24
33.Glicemia48
34.Glicemia72
35.0smolaridadl
36.0smolaridad24
37.0smolaridad48
38.0smolaridad72
39.TAC
40.Egreso

Inicialmente los conjuntos de datos establecidos fueron sometidos a un

analisis exploratorio de datos utilizando el paquete estadistico SPSS, con la

intencion de realizar una limpieza de datos buscando casos andémalos o casos
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perdidos. Luego de realizado el analisis se confirmd que no existian casos
anomalos. En el caso de los conjuntos de datos para las 48 y 72 horas se
detectaron valores perdidos. Estos valores perdidos se justifican por ser casos
gue en la variable Egreso en momentos de medicion anteriores al del conjunto
de datos tuvieron como valor fallecido por lo que en los conjuntos de datos
posteriores no aparecen mediciones. En tales casos se eliminaron las

instancias que contenian estos valores perdidos.

Teniendo en cuenta pruebas preliminares con los conjuntos de datos
conformados y lo significativo de la computacion granular en los problemas de
clasificacion, se decidié conformar otros conjuntos de datos similares pero con
otros niveles de granularidad. Para la conformacion de estos conjuntos de
datos se establecieron 2 criterios de granularidad. El primer criterio esta basado
en el conocimiento médico. El segundo criterio estd basado en técnicas
estadisticas. A continuacion se exponen los granulos del nivel establecido

segun cada criterio de granularidad de las variables:

Criterio 1: Granulacion de los datos a partir del conocimiento médico:
Para cada variante se definieron los granulos (subgrupos) que puede asumir la

variable a partir de la opinién del experto (especialista médico). .

Variable: Edad.
Subgrupo 1: edad < 60 afos
Subgrupo 2: edad 2 60 afios

Variable: Escala de Coma de Glasgow:
Subgrupo 1: 3< ECG <6 puntos
Subgrupo 2: ECG 2 6 puntos

Variable: Alteraciones pupilares:
Subgrupo 1: si
Subgrupo 2: no

Variable: Presion arterial sistélica (TAS)
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Subgrupo 1: TAS < 90 mmHg
Subgrupo 2: TAS > 90 mmHg

Variable: Hipoxemia
Subgrupo 1: PaO2 < 60
Subgrupo 2: PaO2 2 60

Variable: Presion intracraneal (PIC)
Subgrupo 1: 0sPIC=15
Subgrupo 2: 15 >PIC <20
Subgrupo 3: PIC 220

Variable: Presion de perfusiéon cerebral (PPC)
Subgrupo 1: PPC < 70

Subgrupo 2: 70 £ PPC2 90

Subgrupo 3: PPC > 90

Variable: indice de pulso del liquido cefalorraquideo sobre respiracion (IPR)
Subgrupo 1: normal
Subgrupo 2: IPR> 25

Variable: Glicemia
Subgrupo 1: Glicemia £ 5,5
Subgrupo 2: Glicemia > 5,5

Variable: Osmolaridad
Subgrupo 1: normal
Subgrupo 2: Osmolaridad > 310

Variable: Escala de coma de marshall (TAC)
Subgrupo 1: LD

Subgrupo 2: LD I

Subgrupo 3: LD Il

Subgrupo 4: LD IV
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Subgrupo 5: LFNE
Subgrupo 6: LFE
Una vez conformada los 4 conjuntos de datos siguiendo este criterio de
granularidad se les nombré Modelos Especialistas y se diferencian segun el

momento de la medicidn al igual que los conjuntos de datos iniciales. Asi

Criterio 2: Granulacién basada en técnicas estadisticas. Este criterio consiste
en granular las variables originales de modo que maximicen la relacién con la
variable dependiente (estado al egreso) lo cual se logra mediante la aplicacion
de la técnica de mineria de datos detector automatico de interacciones Chi-
cuadrado (CHAID) con el empleo del paquete estadistico SPSS en su version
18. Segun este criterio se conforman nuevos conjuntos de datos cuyas

variables son granuladas de la siguiente manera::

Variable: Edad se dividié en dos subgrupos:
Subgrupo 1: edad = 34 afios
Subgrupo 2: edad > 34 afios

Variable: Escala de Coma de Glasgow se dividié en dos subgrupos:
Subgrupo 1: ECG £ 4 puntos
Subgrupo 2: ECG > 4 puntos

Variable: Alteraciones pupilares se dividié en dos subgrupos:
Subgrupo 1: si
Subgrupo 2: no

Variable: Presion arterial sistélica (TAS)
Subgrupo 1: TAS = 115 mmHg
Subgrupo2: TAS > 115 mmHg

Variable: Hipoxemia

Subgrupo 1: PaO2 < 60
Subgrupo 2: PaO2 2 60
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Variable: Presion intracraneal (PIC)
Subgrupo 1: PIC = 28
Subgrupo 2: PIC > 28

Variable: Presion de perfusion cerebral (PPC)
Subgrupo 1: PPC = 72
Subgrupo 2: PPC > 72

Variable: indice de pulso del liquido cefalorraquideo sobre respiracion (IPR)
Subgrupo 1: Normal
Subgrupo 2: IPR>2,5

Variable: Glicemia

Subgrupo 1: Glicemia £ 5
Subgrupo 2: 5 < Glicemia<9,8
Subgrupo 3: Glicemia >9,8

Variable: Osmolaridad
Subgrupo 1: Osmolaridad < 298
Subgrupo 2: Osmolaridad > 298

Variable: Escala de coma de marshall (TAC)
Subgrupo 1: LDIyLFE

Subgrupo 2: LDIlyLD 1l

Subgrupo 3: LD IVyLFNE

Una vez conformados estos conjuntos de datos se les nombr6 Modelos
Optimos.

De esta manera quedan construidos los 12 conjuntos de datos con los que se

trabajara en la investigacion.
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2.2 Herramientas a utilizar.
Para el desarrollo de la investigacion se utilizaron, esencialmente, 2

herramientas para el procesamiento de datos: Weka 3.52 y SPSS Versién
18.0.

2.2.1 Weka
Weka (Waikato Environment for Knowledge Analysis) incluye un conjunto de

librerias JAVA que facilita el manejo de la informacion existente para el
proceso de analisis y extraccion de conocimientos contenidos en las conjuntos
de datos, a través del empleo de una gran cantidad de técnicas de inteligencia
artificial. Es un software de desarrollo libre, de codigo abierto que puede ser
modificado. Ademas puede tener acceso a conjuntos de datos SQL mediante

una conexién JDBC (Java Database Connectivity).

Weka es multiplataforma y de facil manejo por parte del usuario a la hora de su
utilizacion.

Su interfaz brinda varias opciones entre las que resaltan la posibilidad de
exploracion de técnicas con conjuntos de datos y la experimentacion para la

comparacion entre las técnicas y entre los conjuntos de datos.

* Weka GUI Chooser,

Waikato Environment For
Knowledge Analysis

Wersion 3.5.2
() 1999 - 2005

University of Waikato
MNew Zealand

2
a

[weka, a native bird of New Zealand

GUI

Simple CLI Explarer

Experimenter KnovwledgeFlow

Arffiiemer Log

Figura 4 Interfaz inicial del Weka
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Para procesar los conjuntos de datos en Weka, estos deben ser editados en el

formato que soporta la herramienta (archivos .arff). Estos archivos tienen su

propia estructura, tal y como se muestra en la figura 5.

TCOMNETARIOS
@relztion NOMBRE DEL CONJUNTC DE DATOS

@attribute varizablel real
@attribute variableZ real

3 =

w

@attribute valorl numeric
@attribute valorZ numeric

@attribute numl integer
@attribute numZ integer

@attribute Classl{X1l,%2...,%Xn!}
Gattribute ClassZ2{81,582...,5n!

ariablel, wariable2, wvalorl, v

m

loZ,numl, numz, €1, 51

variablel, variableZ, wvalorl, valcZ,numl, numz,®x2, 352

Figura 5 Estructura de un archivo.arff

A continuacion se muestra, a modo de ejemplo, en la figura 6 como quedaria

conformada la informacién en el archivo Modelo_Ingreso_Normales.arff que

contiene el conjunto de datos con la granularidad inicial y las variables medidas

al ingreso.

@relation Modelo Ingresc Normales

Gattribute Edad numeric

Gattribute Sexc numeric

@attribute ECG_Ingreso numeric
@attribute Rlteracion_ Pupila Ingresc numeric
@attribute TAS_Ingreso numeric
@attribute Fa0Z Ingresc numeric
Gattribute PIC_ Ingresc numeric
Gattribute PPC_Ingresc numeric
@attribute IPR_Ingreso numeric
@attribute Glicemia Ingresoc numeric
@attribute Osmoclaridad Ingreso numeric
@attribute TAC Ingresc numeric
@attribute Class_Egresc {G,l”

@data
30,0,8,0,110,2,2,86,1,5.6€,279,1,0
Z2c,0,3,0,85,2,4,¢2,1,7.3,27%,1,1
40,1,&,0,140,2,13,64,1,4.3,288,2,0
c4,1,4,0,150,2,12,78,1,8.3,276,2,0
52,1,5,0,140,2,6,90,1,7.2,286,2,0

Figura 6 Ejemplo de un archivo.arff
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La opcidn de exploracion del Weka presenta varias opciones como:
preprocesamiento, clasificacion, agrupamiento (Claster), asociacion, seleccion

de atributos y visualizacion.

Como se puede apreciar la figura 7, una vez abierto un conjunto de datos en
WEKA, se obtiene
precisando

una informacion detallada de los casos que presenta,
instancias, atributos y cantidad de instancias pertenecientes a

cada clase a clasificar.

B Weka Explorer

Preprocess | Classify | Cluster || Associate | Select attributes | Visualize
[ Open File, . ] [ Open URL... ] [ Open DB, .. ] [ Generate... Edit... ] [ Save.., ]
Filter
Current relation Selected attribute
Relation: datos-hospitakruben Mame: Class_Egreso Type: Nominal
Instances: 83 Attributes: 13 Missing: 0 {0%) Distinct: 2 Unique: 0 {0%)
Attributes Lahel Count
i |53 |
Al J[ mome | [ mwet | [ Pattem 1 |30 |
o, fame
P ) g
3|_JECG_Ingreso_Categorizada
4|[]Alteracion_Pupila_Ingresa
S| ITAS_Ingreso_Categorizada e—
= = = Class: Cl E (! W lize All
&(]Pa02_Ingreso_Categorizada iass: Class_Fgreso (Hom) o Fusiee
7| JPIC_Ingreso_Categorizada [The chosen attribute will also be used as the class atribute whe
g : PPC_Ingreso_Caktegorizada 53
9|JIPR_Ingreso
10|[_|Glicemia_Ingreso_Categorizada
11{JCsmalaridad_Ingreso_Categorizada
12|[ | TAC_Ingreso_Categorizada
oy -
Remove
Status

Figura 7 Interfaz de explorer del Weka

Cantidad de instancias: 83
Cantidad de atributos: 13

Cantidad de instancias por clases: 53 vivos y 30 fallecidos

Para los 3 conjuntos de 72 horas las cantidades de instancia, atributos y
cantidad de instancias por clases es la misma. Solo se diferencian en el nivel
de granularidad. En los otros modelos se presenta una situacion similar,

aunque la cantidad de casos difiere en los modelos segun el tiempo de
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medicion ya que como se explicé con anterioridad se eliminaron casos perdidos

en los conjuntos de 48 y 72 horas.

2.3 Seleccion de rasgos

Teniendo en cuenta lo significativo de la seleccion de rasgos en los problemas
de clasificacion se realizé un estudio para prescindir, en cada conjunto de
datos, de los rasgos no determinantes en el proceso de clasificacion, dejando
solo los necesarios. Para este estudio se utilizé las facilidades del Weka en

cuanto a la seleccién de rasgos.
El proceso de seleccion de rasgo se les aplicd a los conjuntos de 24, 48y 72

horas. No se realiz6 a los conjuntos de ingreso por tener pocos atributos y la

eliminacién de uno o algunos de ellos no repercute significativamente.
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Tabla 2 Seleccién de rasgos en los conjuntos a las 24 horas.

Cantidad

Conjunto de datos Evaluador de atributo Método de busqueda atributos Atrlbytos Nel T .dEI AUEVO
X escogidos conjunto
escogidos
CfsSubsetEval _ 4,6,8,10,11,1 | Modelo 24h Normales
BestFirst-D 1-N 5 10 4,16,18,20,21 | RASGO 1.arff
Modelo 24h Normales.arff o
PrincipalComponents-R0.95 Ranker-T- 1,2,3,4,5,6,7, | Modelo 24h Normales
1.7976931348623157E308-N-1 15 189101112, | RASGO 2.arff
13,14,15
CfsSubsetEval . 4,6,8,10,14, Modelo 24h Especialista
SRS 9 16,18,19,21 | RASGOS L.arff
Modelo 24h Especialista.arff . -
pectall PrincipalComponents-R0.95 Ranker-T- 1,2,3,4,5,6,7, | Modelo 24h Especialista
16 8,9,10,11,12, | RASGOS 2.arff
1.7976931348623157E308-N-1 13.14.15.16
: 4,6,8,10,12, | Modelo 24h Optimos
CfsSubsetEval BestFirst—-D 1 -N 5 9 14.16.18,21 RASGOS 1.arff
Modelo 24h Optimos.arff Principal Components-R0.95 Ranker-T- 1,2,3,4,5,6,7, | Modelo 24h Optimos
16 8,9,10,11,12, | RASGOS 2.arff
1.7976931348623157E308-N-1 13.14.15.16
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Tabla 3 Seleccion de rasgos en los conjuntos a las 48 horas.

Conjunto de datos Evaluador de atributo Método de busqueda Cantidad Atributos Nombre del nuevo
atributos escogidos conjunto
escogidos

CfsSubsetEval BestFirst-D1 —N 5 4,5,7,10,13,15, | Modelo 48h Normales
12 20,22,25,26, RASGO l.arff
28,30
Modelo 48h Normales.arff
PrincipalComponents -R | Ranker —T - 17 1,2,3,4,5,6,7,8,9, | Modelo 48h Normales
0.95 1.7976931348623157E308 —N - 10,11,12,13,14,1 | RASGO 2.arff
1 5,16,17
CfsSubsetEval BestFirst —-D1-N 5 4,5,7,10,13, Modelo 48h Especialista
10 17,20,22,26, 30 | RASGOS 1.arff
Modelo 48 Especialista.arff PrincipalComponents —-R | Ranker —T - 19 1,2,3,4,5,6,7,8,9, | Modelo 48h Especialista
0.95 1.7976931348623157E308 —N - 10,11,12,13,14, | RASGOS 2.arff
1 15,16,17,18,19
CfsSubsetEval BestFirst-D 1 -N 5 15 4,5,7,8,10,13,14, | Modelo 48h Optimos
15,19,20,22,24, | RASGOS 1.arff
25,26,30
gy &) IpHne A PrincipalComponents -R | Ranker —T - 1,2,3,4,5,6,7,8,9, | Modelo 48h Optimos
0.95 1.7976931348623157E308 —N - 20 10,11,12,13,14,1 | RASGOS 2.arff

1

5,16,17,18,19,20
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Tabla 4 Seleccion de rasgos en los conjuntos a las 72 horas.

Conjunto de datos Evaluador de Método de busqueda Cantidad | Atributos escogidos Nombre del nuevo
atributo atributos conjunto
escogidos
CfsSubsetEval BestFirst-D 1 -N 5 5,6,7,12,14,15,18,21,2 | Modelo 72h Normales
Modelo 72h Normales.arff 16 6,28, 32,33,34,36, RASGO 1.arff
38,39
PrincipalComponents | Ranker —T - 1,2,3,4,5,6,7,8,9,10,11 | Modelo 72h Normales
-R 0.95 1.7976931348623157E308 —N -1 19 ,12,13,14,15,16,17,18, | RASGO 2.arff
19
CfsSubsetEval BestFirst-D 1 -N 5 5,6,10,12,15,18,21,26, | Modelo 72h Especialista
11 1283339 RASGOS L.arff
Modelo 72h Especialista.arff
PrincipalComponents | Ranker —T - 1,2,3,4,5,6,7,8,9,10,11 | Modelo 72h Especialista
-R 0.95 1.7976931348623157E308 —N -1 20 ,12,13,14,15,16,17,18, | RASGOS 2.arff
19,20
. 5,6,10,12,16,18,20,24, Modelo 72h Optimos
CfsSubsetEval BestFirst-D 1 -N 5 15 25 28.32.33 34,38 39 RASGOS 1 arff
Modelo 72h Optimos.arff
Principal Components A e L2 020,18 2 10 L Modelo 72h Optimos
1.7976931348623157E308 —N -1 22 ,12,13,14,15,16,17,18,

—-R 0.95

19,20,21,22

RASGOS 2.arff
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Luego de la seleccion de rasgos realizada, se conformaron nuevos conjuntos a
partir de los previamente conformados para las 24, 48 y 72 horas
obteniéndose, como se pudo ver en las tablas 2, 3 y 4. Seis nuevos conjuntos
por cada uno de los 3 momentos de medicion. Finalmente se realiza el

experimento con los 30 conjuntos de datos conformados.

2.4 Configuracion de las técnicas de clasificacion.
En estudios preliminares apoyados en la bibliografia consultada y en las

facilidades de la opcién Explorer del Weka, se probaron varias técnicas de
clasificacion con varias configuraciones de sus parametros. Este estudio
permitié identificar cuales técnicas proporcionaban los mejores resultados, para
definitivamente incluirlas en el experimento final a realizar. Estas técnicas
fueron: La red neuronal artificial MLP, el arbol de decision C4.5 y de las
llamadas técnicas Lazy el k-ésimo vecino mas cercano. Estas técnicas fueron

explicadas en el capitulo anterior.

2.4.1 Parametros considerados para el entrenamiento de lared
neuronal MLP.

hiddenLayers: Define las capas ocultas de la red neuronal. Se define por medio

de una lista de numeros enteros positivos, uno por cada capa oculta, y
separados por coma que representan la cantidad de neuronas en la capa.

Pueden utilizarse comodines para la cantidad de neuronas en cada capa:

Tabla 5 Define las capas ocultas

Comodin Significado

i cantidad de neuronas = cantidad de atributos

0 cantidad de neuronas = cantidad de clases
t cantidad de neuronas = cantidad de atributos + cantidad de clases
a cantidad de neuronas = (cantidad de atributos + cantidad de clases)/2

LearningRate: Define el valor de la tasa de aprendizaje. Es un valor numérico.

Momentum: impulso aplicado a los pesos durante la actualizacion.
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nominalToBinaryFilter: procesa las instancias con filtro. Ayuda a mejorar el

rendimiento de la red si hay atributos nominales en los datos. Se establece en
true o false. Por defecto es true

normalizeAttributes: normaliza los atributos. Ayuda a mejorar el rendimiento de

la red. Para esto la clase no tiene que ser numeérica, también normaliza
atributos nominales (estableciendo los valores entre -1 y 1). Se establece en
true o false. Por defecto es true

normalizeNumericClass: normaliza la clase si ésta es numérica. Ayuda a

mejorar el rendimiento de la red. Normaliza la clase entre -1 y 1. Este es un
proceso interno, los valores mostrados son dados en los rangos originales. Se

establece en true o false. Por defecto es true

randomSeed: inicializa un numero aleatorio el cual es usado para ubicar los

pesos iniciales en las conexiones entre los nodos.

trainingTime: establece la cantidad de épocas (tiempos) durante el

entrenamiento. El valor es numérico. Por defecto tiene valor 500.

A partir de los estudios preliminares se determind que la configuracion de
pardmetros mas adecuada para los conjuntos de datos a procesar es la

siguiente:
learningRate: 0.3
momentum: 0.2

nominalToBinaryFilter: true

normalizeAttributes: true

normalizeNumericClass: true

randomSeed: O

trainingTime: 500

En el caso del parametro hiddenLayers se probaron varias configuraciones de
redes neuronales variando la cantidad de capas y de neuronas. Los mejores

resultados se centraron en 3 topologias que se describen mas adelante.
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2.4.2 Parametros a considerar para la utilizacién del J48.
binarySplits: Indica si se utiliza separacion binaria en atributos nominales

cuando se construye el arbol. Toma como valor true o false. El valor por

defecto es true.

confidenceFactor: Establece el factor de confianza utilizado para la poda del

arbol (valores mas pequefios incurren en mas poda). Es un valor numérico. EL

valor por defecto es 0.25

minNumObj: Indica el nimero minimo de instancias por hoja. Es un valor
numeérico. El valor por defecto es 2.

nunkFolds: Determina la cantidad de datos utilizados para la poda de reduccién
de error. Uno se utiliza para la poda y el resto para el crecimiento del arbol. Es

un valor numérico. El valor por defecto es 3.

reducedErrorPruning: Establece si se utiliza poda de reduccién de error o la

poda del C4.5. Toma valor true (poda de reduccion de error) o false (poda del

C4.5). El valor por defecto es false.

savelnstanceData: Establece si se guardan los datos del entrenamiento para la

visualizacion. Toma valor true o false. El valor por defecto es false.

Seed: Indica la semilla usada para la aleatoriedad de los datos cuando se

utiliza la poda de reduccion del error. Valor numérico. El valor por defecto es 1.

subtreeRaising: Establece si se considera la operacién raising del sub-arbol

cuando se esta podando. Toma valor true o false. El valor por defecto es true.

Unpruned: Indica si la poda se llevara a cabo. O no. Toma valor true o false. El

valor por defecto es false

A partir del estudio preliminar se establecié que la configuracion que logra

mejores resultados es la siguiente:

La configuracibn de los pardmetros se estableci6 como se presenta a

continuacion.

binarySplits: false

confidenceFactor: 0.25

MinNumObj: 2
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nunFolds: 3

reducedErrorPruning: false

savelnstanceData: false

seed: 1

subtreeRaising: true

unpruned: false

2.4.3 Parametros a considerar en la utilizacion del IBK
KNN: Permite establecer el nimero k de vecinos mas cercano a tener en

cuenta al clasificar. Es un valor entero positivo mayor que 0. El valor por

defecto es 1.

crossValidate: Indica si se utilizara la técnica de validacién cruzada hold-one-

out para seleccionar el mejor valor de k. Toma valor true o false. El valor por

defecto es false.

Distance Weighting: Establece el método de peso de distancia a utilizar. Toma

los siguientes valores: No distance weighting ( sin peso de distancia), weight by
1/distancia (Peso: 1l/distancia) y weight by 1-distancia (Peso: 1-distancia). El
valor por defecto es No distance weighting

mean Squared: Indica si sera utilizado el error cuadratico medio o el error

cuadratico medio absoluto. Toma valor true (sera utilizado el error medio

cuadratico) o false (se utilizara el error medio cuadrético absoluto).

nearestNeighbourSearchAlgorithm: Indica el algoritmo de busqueda del vecino

mAas cercano a utilizar. Los valores posibles son: KDTree (Método k-d tree) y
LinearNN (Método linear para el vecino mas cercano)

KNN: 1

crossValidate: False

distaceWeighting: No distance weighting

meanSquared: False

nearestNeighbourSearchAlgorithm: LinearNN
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2.5 Indicadores para comparar resultados del experimento.
Varios son los indicadores que se utilizan en el analisis de los experimentos. La

decision de utilizarlos esta supeditada a varios elementos como puede ser la
naturaleza de lo que se desea demostrar.

Teniendo en cuenta la bibliografia consultada y la importancia que tiene la
clasificacion en el prondstico médico por las consecuencias que de esta se
derivan se utilizaran varios indicadores de los resultados de los modelos que se
experimentan. Para una mejor comprension de los mismos, se incluye una
breve explicacion:

Sea una tabla de contingencia de 2x2 donde se registra la clasificacion de una
muestra de n individuos en dos categorias: Negativo y Positivo (negativo: para
pacientes pronosticados vivos y positivo: para pacientes pronosticados
muertos) segun la clasificacion real y la clasificacion que se realiza empleando

un procedimiento determinado.

Tabla 6 Indicadores a comparar

Prondstico
Realidad Negativo (Vivo = 0) Positivo (Fallecido = 1) Total
Negativo (Vivo = 0) a C a+c=f;
Positivo (Fallecido = 1) d b d+b=f,
Total a+d=c; c+b=c, n

Partiendo de estas clasificaciones tabuladas, se pueden definir las siguientes
frecuencias absolutas:

a = Numero de verdaderos positivos (son casos positivos que son
clasificados como positivos)

¢ = Numero de falsos positivos (son los casos negativos que son calificados
COMOo positivos)

a = Numero de verdaderos negativos (son los caso negativos clasificados
CcOmo negativos)

d = Niumero de falsos negativos (son los casos positivos clasificados como
negativos)

Donde n = a+b+c+d

A partir de la cual se obtienen las frecuencias relativas de algunos indicadores
gue constituyen indices de la calidad de la clasificacién, que se definen a

continuacion:
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Frecuencia relativa de falso positivos (FRFP):

FRFP=—"_

a+cC

Frecuencia relativa de falso negativo (FRFN):

d
d+b

FRFN =

Frecuencia relativa verdaderos positivos (FRVP):

b
b+d

FRVP =

Frecuencia relativa verdaderos negativo (FRVN):

FRUN=_2

a+cC

Porcentaje de clasificacion correcta (%CC):

%CC = aT”’*mo %

Coeficiente Kappa

El coeficiente Kappa de Cohen es una medida del acuerdo entre dos jueces 0
procedimientos, en este caso la clasificacion real y la clasificacion pronosticada
segun la técnica de I.A. empleada. Es un indice mas adecuado que el
porcentaje de buena clasificacién debido que excluye a las coincidencias entre

los jueces producidas por azar.

Segun la tabla 6 la cantidad de casos concordantes entre realidad y pronéstico
son la suma de los elementos en la diagonal principal, a+d.

a+d

Se define como la proporcion observada de casos concordantes a p, =

La concordancia esperada por azar entre realidad y prondstico es la que se
obtiene considerando que realidad y pronostico son independientes, es decir
los casos que se deberian observar en la diagonal principal bajo el supuesto de

independencia, a la cual definimos como frecuencia esperada. El céalculo de la
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frecuencia esperada en la diagonal principal (cantidad de acuerdos por azar)
se calcula sumando las frecuencias esperadas en cada casilla de la diagonal
principal. La frecuencia esperada en una casilla de la diagonal principal se
obtiene multiplicando el total marginal de la fila correspondiente por el total
marginal de la columna correspondiente y dividiendo el producto por el total de

la muestra. Segun las notaciones de la tabla 6 la frecuencia esperada en la

: : . . f,-c :
primera casilla de la diagonal principal es -2 y en la segunda casilla de la
n

. e f,-C .
diagonal principal es —2—%. La suma de las frecuencias esperadas en la
n

: . f,-c, f,.c, f.c,+f,-C
diagonal principal es 1214272171 2 72

, la cual constituye la

n n n
f,-c,+f,-c,

. . . f, - f, -
frecuencia esperada por azar. Si se define a p, = 2 _1G :2 2 C2
El coeficiente o indice Kappa se define como K = w que cumple la

— Me

propiedad que 0 <K <1.

Escala para la valoracion de indice de Kappa:

Tabla 7 Coeficiente de Kappa
Valor de K Grado de concordancia

<0.20 Pobre

0.21-0.40 Débil
0.41-0.60 Moderada
0.61-0.80 Buena
0.81-1.00 Muy buena

2.6 Conclusiones parciales del capitulo.

Luego del analisis de la informacion a procesar se decidié conformar varios
conjuntos de datos atendiendo a los 4 momentos de medicion de los valores de
las variables y los niveles de granularidad en que se presentan estos valores.
Realizado un estudio para seleccion de rasgos se decidié descartar rasgos en
los conjuntos de datos de las 24, 48 y 72 horas que en pruebas preliminares
presentaron mejoras en los resultados. De estas pruebas preliminares se

definieron también las técnicas a emplear en el experimento.
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Para el procesamiento de los datos se trabajo con las herramientas Weka y
SPSS version 18.0. Estas herramientas poseen una adecuada interfaz e
implementacion de los métodos utilizados en el procesamiento de los datos
incluyendo reportes del andlisis estadistico de los resultados alcanzados a

partir de los indicadores seleccionados.
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Capitulo 3 Analisis de los resultados.
En este capitulo se presentan los resultados alcanzados en la aplicacion de las

técnicas de clasificacion de inteligencia artificial: red neuronal artificial MLP en
tres variantes, el arbol de decisiéon J48 y el IBK, en los conjuntos de datos
construidos en los cuatro momentos del tiempo del paciente ingresado en que
se actualizan las mediciones de las variables: al ingreso, las 24 horas, 48 horas
y 72 horas; estructurados en tres variantes, los Illamados:
Modelo_Ingreso_Normales, Modelo_Ingreso_Especialista y
Modelo_Ingreso_Optimos. También se realiza la comparacion de estos
resultados y se concluye con la seleccion de los modelos que mejor

pronostican el estado de los pacientes en el egreso.

3.1 Resultados del experimento.

3.2.1 Redes neuronales artificiales: MLP
Para la realizacion del experimento del Multilayer Perceptrén se establecieron

tres MLP diferentes en cuanto a la configuracion de cantidad de capas ocultas

y la cantidad de neuronas por cada capa oculta, a continuacion se detallan:

Tabla 8 Configuracién de la red neuronal

MLP Capas ocultas Cantidad de neuronas
por capas
(1) MLP 2 3 2
(2) MLP 2 6 3
(3) MLP 3 14 | 10 | 6

3.2.2 Modelo al ingreso
Empleando las tres configuraciones de MLP contra las tres variantes de

conjunto de datos en el modelo de ingreso, se obtuvo como resultado:

Tabla 9 Percent_correct
Analysing: Percent correct

Dataset (1) function | (2) funct (3) funct
Modelo Ingreso Normales (100) 84.54 | 84.57 83.22
Modelo Ingreso Especialis (100) 80.10 | 79.51 80.10
Modelo_Ingreso_Optimos (100) 86.38 | 87.54 87.72
v/ /*) | (0/3/0) (0/3/0)

(1) functions.MultilayerPerceptron '-L 0.3 -M 0.2 -N 500 -v 0 -S 0 -E
20 -H \"3, 2\"!'
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(2) functions.MultilayerPerceptron '-L 0.3 -M 0.2 -N 500 -v 0 -S 0 -E
20 -H \"6, 3\"'

(3) functions.MultilayerPerceptron '-L 0.3 -M 0.2 -N 500 -v 0 -S 0 -E
20 -H \"14, 10, 6\"'

Los mejores modelos, segun el porcentaje de casos clasificados
correctamente, son los realizados con el conjunto de datos
Modelo_Ingreso_Optimos y especialmente el obtenido a partir de la funcién (3)
con un 87.72 % de aciertos.

Nota: los promedios que se presentan en los resultados de verdaderos
positivos, verdaderos negativos, falsos positivos y falsos negativos son

obtenidos a partir de cada repeticion y de la validacion cruzada.

Tabla 10 Kappa_statistic
Analysing: Kappa statistic

Dataset (1) function | (2) func (3) func
Modelo Ingreso Normales (100) 0.67 | 0.66 0.63
Modelo Ingreso Especialis(100) 0.56 | 0.55 0.56
Modelo_Ingreso_Optimos (100) 0.70 | 0.73 0.73
(v/ /*) | (0/3/0) (0/3/0)

El valor del coeficiente Kappa permite determinar que los mejores resultados
en la clasificacion se logran con el conjunto de datos Modelo_Ingreso_Optimos
y especialmente los obtenidos a partir de las configuraciones de la red

neuronal definidas por las funciones 2y 3 con un 73 % de aciertos.

Tabla 11True_positive_rate
Analysing: True positive rate

Dataset (1) functio | (2) func (3) func
Modelo Ingreso Normales (100) 0.87 | 0.88 0.86
Modelo Ingreso Especialis (100) 0.86 | 0.85 0.86
Modelo Ingreso Optimos (100) 0.92 | 0.91 0.92
(v/ /*) | (0/3/0) (0/3/0)

La frecuencia relativa de verdaderos positivos no muestra diferencias
significativas entre las tres configuraciones de la red neuronal empleada, pero
si se observan diferencias entre los resultados obtenidos con cada conjunto de
datos, siendo la mas efectiva la llamada Modelo_Ingreso_Optimos con un 92 %

de verdaderos positivos.

Tabla 12True_negative_rate
Analysing: True negative rate

Dataset (1) functio | (2) func (3) func
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Modelo Ingreso Normales (100) 0.80 | 0.78 0.77

Modelo Ingreso Especialis (100) 0.70 | 0.70 0.70

Modelo_Ingreso_Optimos (100) 0.77 | 0.81 0.80
(v/ /*) | (0/3/0) (0/3/0)

Segun la frecuencia de verdaderos negativos no se aprecian grandes
diferencias en los resultados de las tres configuraciones de la red neuronal ni
entre los tres conjuntos de datos empleados, siendo los resultados mas altos
los obtenidos con el conjunto de datos modelo ingresos Optimos con las
funciones 2 y 3, y el conjunto de datos modelo ingreso normales con la funcién
1.

Se puede resumir que en la aplicacion de la técnica MLP en estos 3 tres
conjuntos de datos al ingreso que la configuracion de la red segun la cantidad
de capas y neuronas por capa no incide sustancialmente en la clasificacion, sin
embargo se aprecia cierta ventaja en la configuracion definida como funcion 2.
La configuracion de los conjuntos de datos que contribuyen mejor al
desempefio de la red neuronal es la definida segun el criterio de granulacién
Optima obtenido con la aplicacion de la técnica estadistica de mineria de datos
CHAID.

3.2.2 Arbol de decision j48

Tabla 13Percent_correct
Analysing: Percent correct

Dataset (1) trees.J48

Modelo Ingreso Normales (100) 78.32 |
Modelo Ingreso Especialis (100) 79.01 |
Modelo Ingreso Optimos (100) 83.69 |

Segun el porcentaje de casos clasificados correctamente el arbol de decision
J48 con el conjunto de datos Modelo Ingreso_Optimos fue la de mejor
resultado con un 83.69 % de aciertos.

Tabla 14Kappa_statistic
Analysing: Kappa statistic

Dataset (1) trees.J4s8
Modelo Ingreso Normales (100) 0.51 |
Modelo Ingreso Especialis (100) 0.53 |
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El coeficiente Kappa de 0.63 muestra que el arbol J48 con datos modelos

ingreso optimos fue el de mejores resultados.

Tabla 15 True_positive_rate
Analysing: True positive rate

Dataset (1) trees.J4s8
Modelo Ingreso Normales (100) 0.86 |
Modelo Ingreso Especialis (100) 0.85 |
Modelo Ingreso Optimos (100) 0.90 |
(v/ /%) |

El 90 % de verdaderos positivos obtenido con el arbol J48 a partir de los datos
modelos ingreso Optimos fue el mejor resultado segun este indicador. Igual
comportamiento muestra el porcentaje de verdaderos negativos, con un 73 %.
(Tablas 15y 16)

Tabla 16 True_negative_rate
Analysing: True negative rate

Dataset (1) trees.J4s8
Modelo Ingreso Normales (100) 0.64 |
Modelo Ingreso Especialis (100) 0.68 |
Modelo_Ingreso_Optimos (100) 0.73 |
(v/ /%) |

En resumen se puede plantear que el arbol de decisiébn J48 alcanza los
mejores resultados en la clasificacion con el conjunto de datos configurada

segun el criterio de granulacion optima.

3.2.3 IBK (vecino més cercano)

Tabla 17 Percent_correct

Analysing: Percent correct

Dataset (1) lazy.IBk
Modelo Ingreso Normales (100) 81.60 |
Modelo Ingreso Especialis (100) 82.00 |



Capitulo 3

Modelo Ingreso Optimos (100) 92.18 |

Segun el porcentaje de casos clasificados correctamente el IBK con el conjunto
de datos Modelo_Ingreso_Optimos fue el mejor resultado con un 92.18 % de
aciertos.

Tabla 18 Kappa_statistic
Analysing: Kappa statistic

Dataset (1) lazy.IBk

Modelo Ingreso Normales (100) 0.57 |
Modelo Ingreso Especialis (100) 0.58 |
Modelo Ingreso Optimos (100) 0.81 |
(v/ /*) |

El coeficiente Kappa obtenido por el IBK con el conjunto de datos
Modelo_Ingreso_Optimos de 0.81 es el mejor de los tres modelos aplicados.

El 99 % de verdaderos positivos y el 79 % de verdaderos negativos obtenidos
al aplicar el IBK en el conjunto de datos Modelo_Ingreso_Optimos muestran
que esta configuracion de el conjunto de datos es la de mejores resultados.
(Tablas 19y 20)

En resumen se puede conclur que el conjunto de datos
Modelo_Ingreso_Optimos ha garantizado el mejor desempefio a la técnica de
I.A. en la clasificacion del estado al egreso de los pacientes en el momento del

ingreso.

Tabla 19 True_positive_rate

Analysing: True positive rate

Dataset (1) lazy.IBk
Modelo Ingreso Normales (100) 0.92 |
Modelo Ingreso Especialis (100) 0.92 |
Modelo Ingreso Optimos (100) 0.99 |
(v/ /*) |

Tabla 20 True_negative_rate
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Analysing: True negative rate

Dataset (1) lazy.IBk
Modelo Ingreso Normales (100) 0.63 |
Modelo Ingreso Especialis (100) 0.64 |
Modelo_Ingreso_Optimos (100) 0.79 |
(v/ /™) |

Nota: ademas de los indicadores analizados en los resultados; se presentan
otros indicadores, que pueden ser consultados en el anexol los cuales son:
true_negative_rate, num_true_negative, false_negative_rate y
num_false negative,

3.3 Comparacion de resultados de modelos al ingreso

En el grafico 3 se muestra comparativamente el desempefio de cada uno de
los cinco modelos de aprendizaje automatico aplicados al momento del ingreso
respecto a los indicadores porcentaje de clasificacidn correcta y coeficiente
Kappa ampliado a una escala de 1 al00, donde se aprecia que es la técnica

IBK fue la de mejor desempefio.

Comparacion de resultados al ingreso

I - o -
100,001 ndicador

w— %% clasificacion correcta
s coetcents Kappa x 100
O % clasificacion correcta

coeficiente Kappa x 100

90,007

81.00

%

80,00

70,007

I 1 I 1
MPFunckin MLP Funcidn? MP Funciin3  Arbol de B
dectzian |48

Gréfico 3 Comparacion de resultados al ingreso

En la tabla 21 se presentan los resultados de las técnicas que mostraron los

resultados proximos a la seleccionada como la de mejor desempeiio junto al
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conjunto de datos mas ventajoso. En el caso de la red neuronal MLP se

presenta solo la configuracion de mejor desempefio.

Tabla 21 Comparacion de las técnicas al ingreso

Indicadores (3) MLP Arbol de Decision J48 IBK
(vecino mas cercano)

Conjunto de dato de | Modelo_Ingreso_Optimos | Modelo_Ingreso_Optimos | Modelo_Ingreso_Optimos
mejor desempefio

Porcent_correct 87.72 83.69 92.18
Kappa_statistc 0.73 0.63 0.81
True_positive_rate 0.92 0.90 0.99
False positive rate 0.20 0.27 0.21
True negative rate 0.80 0.73 0.79
False Negative rate 0.08 0.10 0.01

De acuerdo a los indicadores de calidad de la clasificacion utilizados se puede
concluir que la técnica de inteligencia artificial IBK obtiene generalmente los
mejores indicadores en la calidad de la clasificacion y que el conjunto de datos
estructurada segun el criterio de granulacion Optima es la que mas contribuye

al desempefio de las técnicas de IA al momento del ingreso.

3.4 Modelo a las 24 horas

3.4.1 MLP
Para el prondstico a las 24 horas del ingreso se experimentd con los tres MLP

configurados como en la tabla 8 y con las nueve configuraciones del conjunto
de datos para este momento del ingreso, lo cual generd la corrida de 27
modelos cuyos resultados se exponen a continuacion:

Tabla 22 Percent_correct
Analysing: Percent correct

Dataset (1) function | (2) funct (3) funct
Modelo 24H Normales 100 89.88 90.90 90.81
Modelo 24h Normales RASGO1l (100 93.00 94.07 93.86
Modelo 24h Normales RASGO2 (100 90.10 90.10 90.81
Modelo 24H Especialista 100 90.65 90.64 90.68

(100) |
( ) |
( ) |
(100) |
Modelo 24h Especialista R1 (100) 92.72 |  92.72 92.60
( ) |
(100) |
(100) |
(100) |

Modelo 24h Especialista R2 (100 91.49 91.49 91.74
Modelo 24H Optimo 100 90.69 90.92 91.17
Modelo 24h Optimos RASGOS 1 (100 92.64 93.01 93.47
Modelo 24h Optimos RASGOS 2 (100 90.96 90.25 90.36
(v/ /*) | (0/9/0) (0/9/0)
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Segun el porcentaje de casos clasificados correctamente fue el modelo MLP
funcion2 con el conjunto de datosModelo_24h_Normales_ RASGOL1 la de mejor
desempefio, con un 94.07 % de aciertos. Aungue con resultados préximos a
estos se comportaron los modelos: MLP funcionl con el conjunto de datos
Modelo_24h_Normales  RASGO1, MLP funcién3 con el conjunto de datos
Modelo_24h_Normales RASGO1, MLP funcién2 con el conjunto de
datosModelo_24h_o6ptimos_ RASGO1 y MLP funcién3 con el conjunto de
datosModelo_24h_optimos_ RASGOL1. (Tablas 22)

De estos resultados se puede inferir ademés que los conjuntos de datos que
mejor contribuyen al desempefio de la técnica MLP fueron
Modelo_24h_Normales RASGO1y Modelo 24h_éptimos_ RASGO1.

Se puede afirmar que la seleccion de rasgos 1 es la que mas contribuye al
desempeiio de la red neuronal;, mientras que no se observa diferencia
sustancial entre las formas de configurar los datos segun: estructura original,
granulados segun criterio de especialista y segun criterio 6éptimo en cuanto al

porcentaje de clasificacidon correcta.

Tabla 23 Kappa_statistic
Analysing: Kappa statistic

Dataset (1) functio | (2) func (3) func
Modelo 24H Normales (100) 0.78 | 0.80 0.80
Modelo 24h Normales RASGO1 (100) 0.85 | 0.87 0.87
Modelo 24h Normales RASGO2 (100) 0.78 | 0.78 0.80
Modelo 24H Especialista (100) 0.79 | 0.79 0.79
Modelo 24h Especialista R1(100) 0.85 | 0.85 0.84
Modelo 24h Especialista R2(100) 0.82 | 0.82 0.82
Modelo_24H_Optimo (100) 0.80 | 0.80 0.81
Modelo 24h Optimos RASGOS1(100) 0.84 | 0.85 0.86
Modelo 24h Optimos RASGOS2(100) 0.80 | 0.79 0.79
(v/ /*) | (0/9/0) (0/9/0)

La comparacion de los 27 modelos corridos respecto al indicador coeficiente
Kappa (Tablas 23) permitio establecer que todos muestran un desempefio en
la clasificacion de bueno o muy bueno ; siendo los de mejor desempefio el
modelo MLP funcién2 con el conjunto de datos
Modelo_24h_Normales RASGO1 y modelo MLP funcién3 con el conjunto de
datos Modelo_24h Normales RASGO1. Aunque los modelos: modelo MLP

funciénl con el conjunto de datos Modelo 24h Normales RASGO1, modelo
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MLP funciénl con el conjunto de datos Modelo 24h_Especialista RASGO1,
modelo MLP funcion2 con el conjunto de
datosModelo_24h_Especialista RASGO1, modelo MLP funcién3 con el
conjunto de datos Modelo_24h_Especialista. RASGO1, modelo MLP funciénl
con el conjunto de datos Modelo_24h_Optimos_ RASGO1, modelo MLP
funcién2 con el conjunto de datos Modelo_24h_Optimos_RASGO1 y modelo
MLP funcion3 con el conjunto de datos Modelo_24h_Optimos_ RASGO1
muestran un desempefio muy préximo a los de mejor desempefio.

Se puede afirmar ademas que el método de seleccion de rasgosl es el que
mejor contribuciébn hace al desempefio de la red neuronal experimentada;
mientras que la forma de configurar los datos segun: estructura original,
granulados segun criterio de especialista y segun criterio 6ptimo no muestran
diferencias significativas en cuanto a este indicador.

Tabla 24 True_positive_rate
Analysing: True positive rate

Dataset (1) functio | (2) func (3) func
Modelo 24H Normales (100) 0.93 | 0.93 0.93
Modelo 24h Normales RASGO1 (100) 0.96 | 0.96 0.95
Modelo 24h Normales RASGO2 (100) 0.93 | 0.93 0.93
Modelo 24H Especialista (100) 0.94 | 0.94 0.94
Modelo 24h Especialista R1(100) 0.93 | 0.93 0.93
Modelo 24h Especialista R2(100) 0.93 | 0.93 0.93
Modelo_24H_Optimo (100) 0.93 | 0.93 0.93
Modelo 24h Optimos RASGOS1(100) 0.95 | 0.95 0.95
Modelo_24h_©ptimos_RASGOSZ(lOO) 0.93 | 0.92 0.92
(v/ /*) | (0/9/0) (0/9/0)

En el indicador razén de verdaderos positivos (Tablas 24) muestra los
resultados mas prominentes el modelo MLP en sus tres configuraciones con el
conjunto de datos Modelo_24h_Normales RASGO1 y el modelo MLP en sus
tres configuraciones con el conjunto de datos Modelo_24h_Optimos_ RASGOL.
En este indicador el método de seleccion de rasgosl es el que mejor
contribucion hace al desempefio de la red neuronal experimentada.

Tabla 25 True_negative_rate
Analysing: True negative rate

Dataset (1) functio | (2) func (3) func
Modelo 24H Normales (100) 0.85 | 0.88 0.87
Modelo 24h Normales RASGO1 (100) 0.88 | 0.91 0.91
Modelo 24h Normales RASGO2 (100) 0.84 | 0.85 0.87
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Modelo 24H Especialista (100) 0.85 | 0.85 0.85
Modelo 24h Especialista R1(100) 0.92 | 0.92 0.92
Modelo 24h Especialista R2(100) 0.89 | 0.89 0.90
Modelo 24H Optimo (100) 0.86 | 0.86 0.87
Modelo 24h Optimos RASGOS1(100) 0.89 | 0.90 0.90
Modelo 24h Optimos RASGOS2(100) 0.87 | 0.87 0.87
(v/ /%) | (0/9/0) (0/9/0)

En el indicador razén de verdaderos negativos (Tablas 25) los resultados mas
prominentes los muestra el modelo MLP en sus tres configuraciones con el
conjunto de datos Modelo_24h_Especialista RASGOL1 y el modelo MLP en sus
configuraciones 2 y 3 con el conjunto de datos
Modelo_24h_Normales RASGOL.

En este indicador el método de seleccion de rasgosl es el que mejor

contribucion hace al desempefio de la red neuronal experimentada.

Tabla 26 False_positive_rate

Analysing: False positive rate
Dataset (1) functio | (2) func (3) func
Modelo 24H Normales (100) 0.15 | 0.12 0.13
Modelo 24h Normales RASGO1 (100) 0.12 | 0.09 0.09
Modelo 24h Normales RASGO2 (100) 0.16 | 0.15 0.13
Modelo 24H Especialista (100) 0.15 | 0.15 0.15
Modelo 24h Especialista R1(100) 0.08 | 0.08 0.08
Modelo 24h Especialista R2(100) 0.11 | 0.11 0.10
Modelo_24H_Optimo (100) 0.14 | 0.14 0.13
Modelo_24h_Optimos_RASGOSl(lOO) 0.11 | 0.10 0.10
Modelo 24h Optimos RASGOS2(100) 0.13 | 0.13 0.13
(v/ /*) | (0/9/0) (0/9/0)

En cuanto a la razén de de falsos positivos (Tablas 26) el modelo de mejor
desempefio resulté ser modelo MLP en sus tres configuraciones con el
conjunto de datos Modelo_24h_Especialista RASGO1 con un 8 % de falsos
positivos.

Tabla 27 False_negative_rate
Analysing: False negative rate

Dataset (1) functio | (2) func (3) func
Modelo 24H Normales (100) 0.07 | 0.07 0.07
Modelo 24h Normales RASGO1 (100) 0.04 | 0.04 0.05
Modelo 24h Normales RASGO2 (100) 0.07 | 0.07 0.07
Modelo 24H Especialista (100) 0.06 | 0.06 0.06
Modelo 24h Especialista R1(100) 0.07 | 0.07 0.07
Modelo 24h Especialista R2(100) 0.07 | 0.07 0.07
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Modelo 24H Optimo (100) 0.07 | 0.07 0.07

Modelo 24h Optimos RASGOS1(100) 0.05 |  0.05 0.05

Modelo 24h Optimos RASGOS2(100) 0.07 |  0.08 0.08
(v/ /*) | (0/9/0) (0/9/0)

En cuanto a la razon de de falsos negativos (Tablas 27) los modelos de mejor
desemperio resultaron ser el modelo MLP en sus tres configuraciones: 1,2 y3
con el conjunto de datos Modelo_24h_Normales RASGO1 con un 4 %, 4 %y
5% respectivamente de falsos negativos y el modelo MLP en sus tres
configuraciones con el conjunto de datos Modelo_24h_OPTIMOS_RASGO1
con un 5 % de falsos negativos.

El analisis de estos indicadores permite concluir en el presente estudio que la
configuracion de la red neuronal segun capas y neuronas no influye
significativamente en la calidad de los indicadores analizados, mientras que la
seleccién de rasgos 1 es la que mas contribuye al desempefio de la red

neuronal.

3.4.2 Arbol de decision J48
Se experimentd con nueve modelos del tipo arbol de decision j48 generados

por la distintas configuraciones de la conjunto de datos.

Resultados:

Tabla 28 Percent_correct
Analysing: Percent correct

Dataset (1) trees.J48
Modelo 24H Normales (100) 88.74 |
Modelo 24h Normales RASGO1 (100) 89.96 |
Modelo 24h Normales RASGO2 (100) 88.99 |
Modelo 24H Especialista (100) 84.92 |
Modelo 24h Especialista R1(100) 86.63 |
Modelo 24h Especialista R2(100) 93.08 |
Modelo_24H_Optimo (100) 88.11 |
Modelo_24h_©ptimos_RASGOSl(lOO) 91.14 |
Modelo 24h Optimos RASGOS2(100) 96.08 |

Los modelos de mejor resultado segun el porcentaje de casos clasificados
correctamente (Tablas 28) fueron los corridos con el conjunto de datos
Modelo_24h_Optimos_RASGOS2 con un 96.08 % de aciertos y el corrido con
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el conjunto de datos Modelo_24h_especialista RASGOS2 con un 96.08 % de
aciertos.
En este indicador la seleccibn de rasgos 2 es la que mayormente mejor

contribuye al desempefio de la técnica arbol de decision j48.

Tabla 29 Kappa_statistic
Analysing: Kappa statistic

Dataset (1) trees.J4s8
Modelo 24H Normales (100) 0
Modelo 24h Normales RASGO1 (100) 0 |
Modelo 24h Normales RASGO2 (100) 0 |
Modelo 24H Especialista (100) 0 |
Modelo 24h Especialista R1(100) 0.71 |
Modelo 24h Especialista R2(100) O |
Modelo 24H Optimo (100) 0 |
Modelo 24h Optimos RASGOS1(100) O |
Modelo_24h_©ptimos_RASGOS2(lOO) 0 |

Un coeficiente Kappa es de 0.92 (Tablas 29) obtenido por el arbol de decision
j48 con el conjunto de datos Modelo 24h Optimos_RASGOS2, indica una

diferencia sustancial con los deméas modelos experimentados.

Tabla 30 True_positive_rate
Analysing: True positive rate

Dataset (1) trees.J4s8
Modelo 24H Normales (100) 0
Modelo 24h Normales RASGO1 (100) 0 |
Modelo 24h Normales RASGO2 (100) 0 |
Modelo 24H Especialista (100) 0 |
Modelo 24h Especialista R1(100) 0.90 |
Modelo 24h Especialista R2(100) O |
Modelo 24H Optimo (100) 0 |
Modelo 24h Optimos RASGOS1(100) [ |
Modelo 24h Optimos RASGOS2(100) [ |

Los indicadores de razén de verdaderos positivos, razon de verdaderos
negativos, razon de falsos positivos y razéon de falsos negativos (Tablas 30,
31,32 y 33) muestra como resultado mas relevante el obtenido por el modelo
arbol de decision j48 con el conjunto de datos

Modelo_24h_Optimos_RASGOS?2. Resaltadas en verde claro aparecen estas
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razones en este modelo y en otros modelos que muestran razones

significativas por su magnitud.

Tabla 31 True_negative_rate
Analysing: True negative rate

Dataset (1) trees.J4s8
Modelo 24H Normales (100) 0

Modelo 24h Normales RASGO1 (100) 0 |
Modelo 24h Normales RASGO2 (100) 0 |
Modelo 24H Especialista (100) 0 |
Modelo 24h Especialista R1(100) 0.80 |
Modelo 24h Especialista R2(100) O |
Modelo 24H Optimo (100) 0 |
Modelo 24h Optimos RASGOS1(100) O |
Modelo 24h Optimos RASGOS2(100) 0 |

Tabla 32 False_positive_rate

Analysing: False positive rate
Dataset (1) trees.J4s8
Modelo 24H Normales (100) .19

0 |
Modelo 24h Normales RASGO1 (100) 0 |
Modelo 24h Normales RASGOZ2 (100) O |
Modelo 24H Especialista (100) 0 |
Modelo 24h Especialista R1(100) 0.20 |
Modelo 24h Especialista R2(100) 0 |
Modelo 24H Optimo (100) 0 |
Modelo 24h Optimos RASGOS1(100) O |
Modelo 24h Optimos RASGOS2(100) 0 |

Tabla 33 False_negative_rate
Analysing: False negative rate

Dataset (1) trees.J4s8
Modelo 24H Normales (100) 0

Modelo 24h Normales RASGO1 (100) 0 |
Modelo 24h Normales RASGO2 (100) 0 |
Modelo 24H Especialista (100) 0. |
Modelo 24h Especialista R1(100) 0.10 |
Modelo 24h Especialista R2(100) O |
Modelo 24H Optimo (100) 0 |
Modelo 24h Optimos RASGOS1(100) O |
Modelo 24h Optimos RASGOS2(100) 0 |

A modo de resumen se puede plantear que el modelo de arbol de decision j48
de mejor desempefio fue el corrido sobre el conjunto de datos
Modelo_24h_Optimos_ RASGOS2.
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3.4.3 IBK (Vecino mas cercano)
El experimentd se realiz6 con nueve modelos del tipo IBK generados por la

distintas configuraciones de la conjunto de datos.

Resultados:

Tabla 34 Percent_correct
Analysing: Percent correct

Modelo 24H Normales (100) 89.15 |
Modelo 24h Normales RASGO1 (100) 92.14 |
Modelo 24h Normales RASGO2 (100) 88.58 |
Modelo 24H Especialista (100) 91.13 |
Modelo 24h Especialista R1(100) 92.90 |
Modelo 24h Especialista R2(100) 86.24 |
Modelo 24H Optimo (100) 94.08 |
Modelo 24h Optimos RASGOS1(100) 90.65 |
Modelo 24h Optimos RASGOS2(100) 90.54 |

Los modelos de mejor desempefio segun el porcentaje de casos clasificados
correctamente (Tablas 34) fueron los corridos con el conjunto de datos
Modelo_24h_Optimos con un 94.08 % de aciertos seguido por los modelos
corridos con los conjuntos de datos Modelo_24h_especialista RASGOS1 y
Modelo_24h_Normales RASGOS1 con un 9290 % y 92,14% de aciertos

respectivamente.

Tabla 35 Kappa_statistic
Analysing: Kappa statistic

Dataset (1) lazy.IBk
Modelo 24H Normales (100) 0

Modelo 24h Normales RASGO1 (100) 0 |
Modelo 24h Normales RASGO2 (100) 0 |
Modelo 24H Especialista (100) 0 |
Modelo 24h Especialista R1(100) 0.84 |
Modelo 24h Especialista R2(100) O |
Modelo 24H Optimo (100) 0 |
Modelo 24h Optimos RASGOS1(100) O |
Modelo 24h Optimos RASGOS2(100) O |

El coeficiente Kappa (Tablas 35) muestra al modelo IBK con el conjunto de

datos Modelo_24h_Optimo sin seleccién de rasgos como la de mejor
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desemperio, con un coeficiente Kappa de 0,86, seguido por los modelos con
los  conjuntos de  datos Modelo_24h_especialista_ RASGOS1 vy
Modelo_24h_Normales RASGOS1 con coeficientes Kappa de 0,84 y 0,83
respectivamente. Estos coeficientes clasifican la calidad de los prondsticos
realizados en la categoria de muy bueno.

Tabla 36 True_positive_rate
Analysing: True positive rate

Dataset (1) lazy.IBk
Modelo 24H Normales (100) 0.96 |
Modelo 24h Normales RASGO1 (100) 0.95 |
Modelo 24h Normales RASGO2 (100) 0.98 |
Modelo 24H Especialista (100) 0.98 |
Modelo 24h Especialista R1(100) 0.96 |
Modelo 24h Especialista R2(100) 0.98 |
Modelo 24H Optimo (100) 0.98 |
Modelo 24h Optimos RASGOS1(100) 0.97 |
Modelo_24h_©ptimos_RASGOS2(lOO) 0.98 |

Los indicadores de razén de verdaderos positivos y razon de falsos negativos
(Tablas 36 y 39) muestran en general resultados significativamente positivos
siendo los mas relevantes los obtenido por el modelo IBK con las conjunto de
datos Modelo_24h_Normales RASGOS2, Modelo_24h_Especialista,
Modelo_24h_Especialista_ RASGOS2, Modelo_24h_Optimos y
Modelo_24h_Optimos_RASGOS2 .

Las razones de verdaderos negativos y de falsos positivos (Tablas 37 y 38)
muestra los resultados mas relevantes en los modelos
Modelo_24h_Normales RASGOS1, Modelo 24h Especialista RASGOS1 vy
Modelo_24h_Optimos

Tabla 37 True_negative_rate
Analysing: True negative rate

Dataset (1) lazy.IBk
Modelo 24H Normales (100) 0

Modelo 24h Normales RASGO1 (100) 0 |
Modelo 24h Normales RASGOZ(100) O |
Modelo 24H Especialista (100) 0. |
Modelo 24h Especialista R1(100) 0.87 |
Modelo 24h Especialista R2(100) O |
Modelo 24H Optimo (100) 0 |
Modelo 24h Optimos RASGOS1(100) O |
Modelo 24h Optimos RASGOS2(100) O |



Capitulo 3

(v/ /*)

Tabla 38 False_positive_rate
Analysing: False positive rate

Dataset (1) lazy.IBk
Modelo 24H Normales (100) 0.23 |
Modelo 24h Normales RASGO1 (100) 0.14 |
Modelo 24h Normales RASGO2 (100) 0.28 |
Modelo 24H Especialista (100) 0.21 |
Modelo 24h Especialista R1(100) 0.13 |
Modelo 24h Especialista R2(100) 0.35 |
Modelo 24H Optimo (100) 0.13 |
Modelo_24h_0ptimos_RASGOSl(100) 0.20 |
Modelo_24h_0ptimos_RASGOSZ(100) 0.23 |
(v/ /*) |
Tabla 39 False_negative_rate

Analysing: False negative rate
Dataset (1) lazy.IBk
Modelo 24H Normales (100) 0.04 |
Modelo 24h Normales RASGO1 (100) 0.05 |
Modelo 24h Normales RASGO2 (100) 0.02 |
Modelo 24H Especialista (100) 0.02 |
Modelo 24h Especialista R1(100) 0.04 |
Modelo 24h Especialista R2(100) 0.02 |
Modelo 24H Optimo (100) 0.02 |
Modelo 24h Optimos RASGOS1(100) 0.03 |
Modelo_24h_©ptimos_RASGOS2(lOO) 0.02 |

Segun el porcentaje de clasificacion correcta y el indice Kappa los modelos de
mejor desempefio son los modelos arbol de decisién j48 con los conjuntos de
datos Modelo 24h_Normales RASGOS1, Modelo_24h_Especialista
_RASGOS1 y Modelo_24h_Optimos, siendo el mas relevante este Gltimo.

Nota: ademas de los indicadores analizados en los resultados; se presentan
otros indicadores, que pueden ser consultados en el anexo2 los cuales son:
true_negative_rate, num_true_negative, false_negative_rate y
num_false negative,

3.5 Comparacion de los modelos alas 24 horas
En el grafico 4 se muestra comparativamente el desempefio de cada uno de

los cinco modelos de aprendizaje automatico aplicados a las 24 horas del
ingreso respecto a los indicadores porcentaje de clasificacion correcta y
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coeficiente Kappa ampliado a una escala de 1 a 100, donde se aprecia que es

la técnica arbol de decision la de mejor desemperio.

Comparacion de resultados a las 24 horas

8,007 Indicador

w— O clasificacion corrects
s coatcents Kappa x 100
O % dasificacion correcta

96,00
coeficiente Kappa x 100

94,001

92,007

%

90,007

88,00

86,00

1 I I I
MLP Funcién1 MLP Funckén2 MLP Funckn3  Arbol de 1BK
dacision 48
Graéfico 4 Comparacion de resultados a las 24 horas

En la tabla 40 se presentan los resultados de los mejores modelos corridos en
cada una de las técnicas aplicadas, asi como la base de dato con la cual

obtienen esos indicadores a las 24 horas del ingreso.

Tabla 40 Comparacion de las técnicas a las 24 horas

Indicadores (2) MLP Arbol de Decision IBK
J48 (vecino mas cercano)

Conjunto de dato de | Modelo_24h_Normales_RASGO1 | Modelo_24H_Optimo_ | Modelo_24H_Optimo
mejor desempefio Funcion 2 RASGOS?2
Porcent_correct 94.07 96.08 94.08
Kappa_statistc 0.87 0.92 0.86
True_positive_rate 0.96 0.96 0.98
False positive _rate | 0.09 0.03 0.13
True_negative rate | 0.91 0.97 0.87
False Negative rate | 0.04 0.04 0.02
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El modelo de mejor desempefio en la mayoria de los indicadores resulto ser el
arbol de decisién J48 con una seleccion de rasgos segun el procedimiento 2 y
con datos granulados segun el criterio Optimo, el cual muestra indicadores
altamente positivos segun todos los indicadores considerados en esta

investigacion.

3.6 Modelo a las 48 horas del ingreso

3.6.1 MPL
Para el prondstico a las 48 horas del ingreso se experimentd con los tres MLP

configurados como en la tabla 8 y con las nueve configuraciones del conjunto
de datos para este momento del ingreso, lo cual generd la corrida de 27
modelos cuyos resultados se exponen a continuacion:

Tabla 41 Percent_correct
Analysing: Percent correct

Dataset (1) function | (2) funct (3) funct
Modelo 48h Normales (100) 91.77 | 91.63 91.25
Modelo 48h Normales RASGO1 (100) 93.93 | 93.93 94.05
Modelo 48h Normales RASGO2 (100) 89.34 | 89.34 89.46
Modelo 48h Espacialista (100) 94.79 | 94 .91 95.55
Modelo 48h Especialista R1(100) 95.80 | 95.68 95.68
Modelo 48h Especialista R2(100) 95.18 | 94.91 94.91
Modelo_48h_©ptimos (100) 92.16 | 92.41 92.16
Modelo_48h_©ptimos_RASGOSl(lOO) 93.07 | 93.86 93.11
Modelo_48h_©ptimos_RASGOSZ(lOO) 92.02 | 92.02 91.77
(v/ /*) | (0/9/0) (0/9/0)

Segun el porcentaje de casos clasificados correctamente (Tabla 41) los
modelos MLP en sus tres configuraciones con el conjunto de datos
Modelo_48h_Especialista_ RASGO1, modelos MLP Funcién3 con el conjunto
de datos Modelo_48h_Especialista y el modelo MLP Funciénl con el conjunto
de datos Modelo _48h_Especialista_ RASGO2 son los de mejor desempefio,
siendo el primero de ellos el de mas altos indicadores.

De estos resultados se puede inferir ademas que los conjuntos de datos que
mejor contribuyen al desempefio de la técnica MLP fueron las que se
obtuvieron con la granulacibn de los datos empleando el criterio del

especialista.
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Se aprecia cierta tendencia favorable a la seleccién de rasgos 1 en la mejora

del desempefio de la red neuronal.

Tabla 42 Kappa_statistic
Analysing: Kappa statistic

Dataset (1) functio | (2) func (3) func
Modelo 48h Normales (100) 0.79 | 0.79 0.78
Modelo 48h Normales RASGO1 (100) 0.85 | 0.85 0.85
Modelo 48h Normales RASGO2 (100) 0.74 | 0.74 0.74
Modelo 48h Espacialista (100) 0.88 | 0.88 0.89
Modelo 48h Especialista R1(100) 0.90 | 0.90 0.90
Modelo 48h Especialista R2(100) 0.89 | 0.89 0.89
Modelo_48h_0ptimos (100) 0.80 | 0.80 0.80
Modelo_48h_0ptimos_RASGOSl(100) 0.83 | 0.85 0.83
Modelo_48h_0ptimos_RASGOSZ(100) 0.80 | 0.80 0.79
(v/ /*) | (0/9/0) (0/9/0)

El coeficiente Kappa (Tabla 42) muestra que los modelos MLP en sus tres
configuraciones con el conjunto de datos Modelo_48h_Especialista RASGO1,
es la de mejor desempefio, seguida por modelos MLP Funcién3 con el conjunto
de datos Modelo_48h_Especialista y el modelo MLP Funciénl con el conjunto
de datos Modelo_48h_Especialista RASGO2 .

De estos resultados se puede inferir ademas que el conjunto de datos que
mejor contribuyen al desempefio de la técnica MLP fueron las que se
obtuvieron con la granulacibn de los datos empleando el criterio del
especialista.

Se aprecia ademas en este indicador cierta tendencia, favorable a la seleccion
de rasgos 1, en la mejora del desempefio de la red neuronal.

Tabla 43 True_positive_rate

Analysing: True positive rate
Dataset (1) functio | (2) func (3) func
Modelo 48h Normales (100) 0.96 | 0.96 0.96
Modelo 48h Normales RASGO (100) 0.98 | 0.98 0.98
Modelo 48h Normales RASGO (100) 0.94 | 0.94 0.94
Modelo 48h Espacialista (100) 0.96 | 0.96 0.97
Modelo 48h Especialista R(100) 0.97 | 0.97 0.97
Modelo 48h Especialista R(100) 0.95 | 0.95 0.95
Modeloi48h7©ptimos (100) 0.98 | 0.98 0.98
Modeloi48h7©ptimosiRASGOS(lOO) 0.97 | 0.98 0.97
Modelo 48h Optimos RASGOS (100) 0.97 | 0.96 0.96
(v/ /*) | (0/9/0) (0/9/0)
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En todos los modelos se obtienen altos porcentajes de verdaderos positivos y

de verdaderos negativos. (Tabla 43y 44)

Tabla 44 True_negative_rate
Analysing: True negative rate

Dataset (1) functio | (2) func (3) func
Modelo 48h Normales (100) 0.83 | 0.82 0.82
Modelo 48h Normales RASGO1 (100) 0.86 | 0.86 0.86
Modelo 48h Normales RASGO2 (100) 0.80 | 0.80 0.80
Modelo 48h Espacialista (100) 0.92 | 0.92 0.92
Modelo 48h Especialista R1(100) 0.93 | 0.92 0.92
Modelo 48h Especialista R2(100) 0.95 | 0.95 0.95
Modelo_48h_6ptimos (100) 0.80 | 0.81 0.80
Modelo_48h_0ptimos_RASGOSl(100) 0.86 | 0.86 0.86
Modelo_48h_0ptimos_RASGOS2(100) 0.82 | 0.83 0.82
(v/ /%) | (0/9/0) (0/9/0)
Tabla 45 False_positive_rate
Analysing: False positive rate
Dataset (1) functio | (2) func (3) func
Modelo 48h Normales (100) 0.17 | 0.18 0.18
Modelo 48h Normales RASGO (100) 0.14 | 0.14 0.14
Modelo 48h Normales RASGO (100) 0.20 | 0.20 0.20
Modelo 48h Espacialista (100) 0.08 | 0.08 0.08
Modelo 48h Especialista R(100) 0.07 | 0.08 0.08
Modelo 48h Especialista R(100) 0.05 | 0.05 0.05
Modelo_48h_©ptimos (100) 0.20 | 0.19 0.20
Modelo_48h_©ptimos_RASGOS(100) 0.14 | 0.14 0.14
Modelo 48h Optimos RASGOS (100) 0.18 | 0.17 0.18
(v/ /%) | (0/9/0) (0/9/0)

El modelo MPL en sus tres configuraciones con el conjunto de datos de
Modelo_48h_Especialista_ RASGO2 es la de valores mas favorables en el
comportamiento de la razon de falsos positivos. (Tabla 45)

Tabla 46 False_negative_rate
Analysing: False negative rate

Dataset (1) functio | (2) func (3) func
Modelo 48h Normales (100) 0.04 | 0.04 0.04
Modelo 48h Normales RASGO1(100) 0.02 | 0.02 0.02
Modelo 48h Normales RASGO2 (100) 0.06 | 0.06 0.06
Modelo 48h Espacialista (100) 0.04 | 0.04 0.03
Modelo 48h Especialista R1(100) 0.03 | 0.03 0.03
Modelo 48h Especialista R2(100) 0.05 | 0.05 0.05
Modeloi48h7©ptimos (100) 0.02 | 0.02 0.02
Modelo_48h_Optimos_RASGOSl(100) 0.03 | 0.02 0.03
Modelo 48h Optimos RASGOS2(100) 0.03 | 0.04 0.04
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(v/ /*) | (0/9/0) (0/9/0)

El mejor comportamiento segun la razon de falsos negativos (Tabla 46) se
obtiene por los modelos MPL en sus tres configuraciones con las conjunto de
datos Modelo_48h_Normales RASGO1 y Modelo_48h_Optimos, ademas del
modelo MPL Funcién 2 con las conjunto de datos Modelo_48h__ Optimos_
RASGOL1.

En resumen el modelo MPL en sus tres configuraciones con el conjunto de
datos Modelo_48h_especialista_ RASGOL1 es el de mejor desempeiio.
La granulacion de datos por criterio del especialista es la que mas contribuye al

desemperio de la red neuronal.

3.6.2 Arbol de decision J48
El experiment6 se realiz6 con nueve modelos con el empleo de la técnica j48

generados por la distintas configuraciones de la conjunto de datos.

Tabla 47 Percent_correct
Analysing: Percent correct

Dataset (1) trees.J4s8
Modelo 48h Normales (100) 92.46 |
Modelo 48h Normales RASGO1 (100) 93.50 |
Modelo 48h Normales RASGO2 (100) 91.23 |
Modelo 48h Espacialista (100) 96.71 |
Modelo 48h Especialista R1(100) 96.71 |
Modelo 48h Especialista R2(100) 96.16 |
Modelo 48h Optimos (100) 88.41 |
Modelo 48h Optimos RASGOS1 (100) 90.04 |
Modelo_48h_©ptimos_RASGOSZ(lOO) 90.04 |
(v/ /*)

Segun el porcentaje de casos clasificados correctamente (Tabla 47) son los
modelos arbol de decision J48 <con los conjuntos de datos
Modelo_48h_Especialista, Modelo_48h_Especialista RASGOS1 y
Modelo_48h_Especialista_ RASGOS2 los que muestran un mejor desempeio
con porcentajes de 96.71, 96.16 respectivamente.

Tabla 48 Kappa_statistic

Analysing: Kappa statistic

Dataset (1) trees.J4s8
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Modelo 48h Normales (100) 0.83 |
Modelo 48h Normales RASGO1 (100) 0.85 |
Modelo 48h Normales RASGO2 (100) 0.80 |
Modelo 48h Espacialista (100) 0.92 |
Modelo 48h Especialista R1(100) 0.92 |
Modelo 48h Especialista R2(100) 0.91 |
Modelo 48h Optimos (100) 0.72 |
Modelo_48h_0ptimos_RASGOSl(100) 0.76 |
Modelo_48h_0ptimos_RASGOSZ(100) 0.76 |

Respecto al coeficiente Kappa (Tabla 43 ) muestran un mejor desempefio los
modelos J48 con los conjuntos de datos Modelo _48h_Especialista,
Modelo_48h_Especialista_ RASGOS1 y Modelo_48h_Especialista_ RASGOS2.

Tabla 49 True_positive_rate

Analysing: True positive rate
Dataset (1) trees.J4s8
Modelo 48h Normales (100) .94

0 |
Modelo 48h Normales RASGO1 (100) 0 |
Modelo 48h Normales RASGO2 (100) 0 |
Modelo 48h Espacialista (100) 0 |
Modelo 48h Especialista R1(100) 0.97 |
Modelo 48h Especialista R2(100) O |
Modelo 48h Optimos (100) 0 |
Modelo_48h_©ptimos_RASGOSl(lOO) 0 |
Modelo 48h Optimos RASGOS2(100) O |

Tabla 49
Las mayores razones de verdaderos positivos (Tabla 49) de la técnica j48 se
logran con los conjuntos de datos Modelo _48h_Especialista vy
Modelo_48h_Especialista_ RASGOS1, siendo también muy proximos a estos

la del modelo con el conjunto de datos Modelo_48h_Especialista RASGOS2.

Tabla 50 True_negative_rate
Analysing: True negative rate

Dataset (1) trees.Jj48
Modelo 48h Normales ( )
Modelo 48h Normales RASGO (100)
Modelo 48h Normales RASGO (100)
Modelo 48h Espacialista (100)
Modelo 48h Especialista R(100)
Modelo 48h Especialista R(100)
Modelo 48h Optimos (100)
Modelo 48h Optimos RASGOS (100)
Modelo 48h Optimos RASGOS (100)

O O OO OO oOooo
NeJ
(@)
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El modelo j48 con el conjunto de datos Modelo_48h_Especialista RASGOS2
muestra el mayor porcentaje de verdaderos negativos, 96 % , (Tabla 50)
mientras los modelos con los conjuntos de datos Modelo_48h_Especialista y
Modelo_48h_Especialista_ RASGOS muestran resultados muy proximos a este.

Tabla 51 False_positive_rate

Analysing: False positive rate
Dataset (1) trees.J4s8
Modelo 48h Normales (100) 0
Modelo 48h Normales RASGO1 (100) 0 |
Modelo 48h Normales RASGO2 (100) 0 |
Modelo 48h Espacialista (100) 0 |
Modelo 48h Especialista R1(100) 0.05 |
Modelo 48h Especialista R2(100) O |
Modelo 48h Optimos (100) 0 |
Modelo_48h_©ptimos_RASGOSl(lOO) 0 |
Modelo 48h Optimos RASGOS2(100) O |

El modelo j48 con el conjunto de datos Modelo_48h_Especialista. RASGOS2
muestra el menor porcentaje de verdaderos negativos, 4 %, (Tabla 51)
mientras los modelos con los conjuntos de datos Modelo _48h_Especialista y

Modelo_48h_Especialista_ RASGOS muestran resultados muy proximos a este.

Tabla 52 False_negative_rate

Tabla 53

Analysing: False negative rate

Dataset (1) trees.Ji4s8
Modelo 48h Normales (100) .06

0 |
Modelo 48h Normales RASGOL (100) O |
Modelo 48h Normales RASGOZ2 (100) O |
Modelo 48h Espacialista (100) 0. |
Modelo 48h Especialista R1(100) 0.03 |
Modelo 48h Especialista R2(100) O |
Modelo 48h Optimos (100) 0 |
Modelo 48h Optimos RASGOS1(100) O |
Modelo 48h Optimos RASGOS2(100) O |

Las menores razones de falsos negativos (Tabla 52) del j48 se logran con los

conjuntos de datos Modelo_48h_Especialista y
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Modelo_48h_Especialista_ RASGOS1, siendo también muy proximos a estas
la del modelo con el conjunto de datos Modelo_48h_Especialista RASGOS2.

En resumen se puede concluir planteando que los modelos de mejor
desempeiio a las 48 horas son los que se corren con los conjuntos de datos
granulados con el criterio del especialista, particularmente sin seleccion de

rasgos y con seleccion de rasgos segun el criterio rasgos2.

3.6.3 IBK (Vecino mas cercano)
El experiment6 se realizé con nueve modelos IBK generados por la distintas

configuraciones de la conjunto de datos.

Tabla 54 Percent_correct
Analysing: Percent correct

Dataset (1) lazy.IBk

Modelo 48h Normales (100) 89.52 |
Modelo 48h Normales RASGO1 (100) 92.34 |
Modelo 48h Normales RASGO2 (100) 88.07 |
Modelo 48h Espacialista (100) 90.02 |
Modelo 48h Especialista R1(100) 94.89 |
Modelo 48h Especialista R2(100) 88.50 |
Modelo 48h Optimos (100) 88.70 |
Modelo 48h Optimos RASGOS1(100) 93.54 |
Modelo 48h Optimos RASGOS2(100) 85.80 |

El modelo IBK con mayor porcentaje de clasificacion correcta (Tabla 53) es el
corrido con el conjunto de datos Modelo_48h_Especialista RASGOS1, con un
desempefio proximo a este se encuentran los modelos corridos con los
conjuntos de datos Modelo_48h_Normales RASGOS1 y
Modelo_48h_Optimos_ RASGOS1

Tabla 55 Kappa_statistic
Analysing: Kappa statistic

Dataset (1) lazy.IBk
Modelo 48h Normales (100) 0.74 |
Modelo 48h Normales RASGO1 (100) 0.82 |
Modelo 48h Normales RASGOZ (100) 0.68 |
Modelo 48h Espacialista (100) 0.75 |
Modelo 48h Especialista R1(100) 0.88 |
Modelo 48h Especialista R2(100) 0.70 |
Modelo 48h Optimos (100) 0.71 |
Modelo 48h Optimos RASGOS1(100) 0.84 |
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Modelo 48h Optimos RASGOS2(100) 0.61 |

El mejor desempeiio segun el coeficiente Kappa (Tabla 54) fue 0.88, logrado

con el conjunto de datos Modelo_48h_Especialista_ RASGOSL1.

Tabla 56 True_positive_rate
Analysing: True positive rate

Dataset (1) lazy.IBk
Modelo 48h Normales (100) 0

Modelo 48h Normales RASGO1 (100) 0 |
Modelo 48h Normales RASGO2 (100) 0 |
Modelo 48h Espacialista (100) 0. |
Modelo 48h Especialista R1(100) 0.96 |
Modelo 48h Especialista R2(100) O |
Modelo 48h Optimos (100) 0 |
Modelo_48h_©ptimos_RASGOSl(lOO) 0 |
Modelo_48h_©ptimos_RASGOS2(lOO) 0 |

En cuanto a razon de verdaderos positivos y falsos negativos (Tabla 55 y 58)
los mejores resultados se alcanzan en las corridas con los conjuntos de datos
Modelo_48h_Normales RASGOS2, Modelo_48h_Optimos_RASGOS1 y
Modelo_48h_Optimos_RASGOS2.

Tabla 57 True_negative_rate
Analysing: True negative rate

Dataset (1) lazy.IBk
Modelo 48h Normales (100) 0 |
Modelo 48h Normales RASGOL (100) O |
Modelo 48h Normales RASGO2 (100) O |
Modelo 48h Espacialista (100) 0 |
Modelo 48h Especialista R1(100) 0.93 |
Modelo 48h Especialista R2(100) 0 |
Modelo 48h Optimos (100) 0 |
Modelo 48h Optimos RASGOS1(100) O |
Modelo 48h Optimos RASGOS2(100) O |

El porcentaje de verdaderos negativos y falsos positivos (Tabla 56 y 57) mas
adecuados corresponde a el conjunto de datos
Modelo_48h_Especialista RASGOS1
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Tabla 58 False_positive_rate

Analysing: False positive rate
Dataset (1) lazy.IBk
Modelo 48h Normales (100) 0
Modelo 48h Normales RASGO1 (100) 0 |
Modelo 48h Normales RASGO2 (100) 0 |
Modelo 48h Espacialista (100) 0 |
Modelo 48h Especialista R1(100) 0.07 |
Modelo 48h Especialista R2(100) O |
Modelo 48h Optimos (100) 0 |
Modelo_48h_0ptimos_RASGOSl(100) 0 |
Modelo 48h Optimos RASGOS2(100) O |

Tabla 59 False_negative_rate

Analysing: False negative rate
Dataset (1) lazy.IBk
Modelo 48h Normales (100) .04

0 |
Modelo 48h Normales RASGO1 (100) 0 |
Modelo 48h Normales RASGOZ2(100) O |
Modelo 48h Espacialista (100) 0 |
Modelo 48h Especialista R1(100) 0.04 |
Modelo 48h Especialista R2(100) 0 |
Modelo 48h Optimos (100) 0 |
Modelo 48h Optimos RASGOS1(100) O |
Modelo 48h Optimos RASGOS2(100) O |

Nota: ademas de los indicadores analizados en los resultados; se presentan
otros indicadores, que pueden ser consultados en el anexo3 los cuales son:
true_negative_rate, num_true_negative, false_negative_rate y
num_false negative,

3.7 Conclusiones de los resultados en el modelo a las 48 horas

El grafico 5 muestra comparativamente el desempefio de cada uno de los
cinco modelos de aprendizaje automatico aplicados a las 48 horas del ingreso
respecto a los indicadores porcentaje de clasificacion correcta y coeficiente
Kappa ampliado a una escala de 1 al00, donde se aprecia que es la técnica
arbol de decision la de mejor desempeiio.
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Comparacion de resultados a las 48 horas
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Gréfico 5 Comparacion de resultados a las 48 horas
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que el

conjunto

de datos

Modelo_48h_Especialista_ RASGOS1 es el de mejor desempefio respecto a

todos los indicadores.

En la tabla 59 se presentan los mejores resultados de cada una de las técnicas

aplicadas.

Tabla 60 Comparacion de las técnicas a las 48 horas

Indicadores

(1) MLP

Arbol de Decisiéon J48

IBK
(vecino mas cercano)

Base de dato

Modelo_48h_Especialista_
RASGOS1

-Modelo_48h_Especialista
-Modelo_48h_Especialista_
RASGOS1

Modelo_48h_Especialista_
RASGOS1

Porcent_correct 95.80 96.71 94.89
Kappa_statistc 0.90 0.92 0.88
True_positive_rate 0.97 0.97 0.96
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False positive rate | 0.07 0.05 0.07
True_negative_rate | 0.93 0.95 0.93
False Negative rate | 0.03 0.03 0.04

De ella se concluye:

- los modelos de Arbol de decision j48 con los datos Modelo_48h_Especialista

y Modelo_48h_Especialista RASGOS1 son los de mejor desempefio para el

prondéstico a 48 horas del ingreso.

-La seleccion de rasgos por el criterio RASGOS 1 es el que mejor contribuye al

desempefio del arbol de decision j48.

-La granulacién de los datos segun criterio del especialista es la que mejor

contribuye al desempefio del arbol de decision j48.

3.8 Modelo para el pronostico alas 72 horas del ingreso

3.8.1 MLP

Para el pronostico a las 72 horas del ingreso se experimentd con los tres

modelos MLP configurados en la tabla 8 y con las nueve configuraciones del

conjunto de datos para este momento del ingreso, lo cual genero la corrida de

27 modelos cuyos resultados se exponen a continuacion:

Tabla 61 Percent_correct

Analysing: Percent correct
Dataset
Modelo 72h Normales (100)

Modelo 72h Normales RASGO1 (100)
Modelo 72h Normales RASGO2 (100)
Modelo 72h Especialista (100)
Modelo 72h Especialista R1(100)
Modelo 72h Especialista R2(100)
Modelo 72h Optimos (100)
Modelo 72h Optimos RASGOS1 (100)
Modelo 72h Optimos RASGOS2 (100)

(2)

(0/9/0)

funct (3)

(0/9/0)

Segun el porcentaje de casos clasificados correctamente (Tabla 60) el modelo

MLP de mejor desempefio es el obtenido a partir de la funcion (3) con el

conjunto de datos Modelo _72h_Especialista_ RASGOS1, aunque todos los
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modelos independiente de la cantidad de capas y neuronas cuando se corren
en los conjuntos de datos Modelo_72h_Normales RASGOS1 vy
Modelo_72h_Especialista_ RASGOS1 muestran un desempefio proximo al
mejor.

Se destaca la seleccion de rasgosl como aquel que mas aporta al desempefio

de la técnica MLP.
Tabla 62 Kappa_statistic

Tabla 63
Analysing: Kappa statistic
Dataset (1) functio | (2) func (3) func
Modelo 72h Normales (100) 0.88 | 0.88 0.86
Modelo 72h Normales RASGO (100) 0.92 | 0.92 0.92
Modelo 72h Normales RASGO (100) 0.87 | 0.87 0.88
Modelo 72h Especialista (100) 0.85 | 0.85 0.85
Modelo 72h Especialista R(100) 0.94 | 0.94 0.94
Modelo 72h Especialista R(100) 0.83 | 0.83 0.83
Modelo 72h Optimos (100) 0.71 | 0.70 0.69
Modelo_72h_©ptimos_RASGOS(lOO) 0.87 | 0.87 0.87
Modelo_72h_©ptimos_RASGOS(lOO) 0.71 | 0.73 0.72
(v/ /*) | (0/9/0) (0/9/0)

El coeficiente Kappa es de 0.94, (Tabla 61) resultado clasificado como muy

bueno.

Tabla 64 True_positive_rate
Analysing: True positive rate

Dataset (1) functio | (2) func (3) func
Modelo 72h Normales (100) 0.97 | 0.97 0.97
Modelo 72h Normales RASGO1 (100) 0.98 | 0.98 0.98
Modelo 72h Normales RASGO2 (100) 0.98 | 0.98 0.98
Modelo 72h Especialista (100) 0.97 | 0.97 0.97
Modelo 72h Especialista R1(100) 0.97 | 0.97 0.98
Modelo 72h Especialista R2(100) 0.97 | 0.97 0.97
Modelo 72h Optimos (100) 0.97 | 0.96 0.96
Modelo_72h_©ptimos_RASGOSl(lOO) 0.98 | 0.98 0.98
Modelo_72h_©ptimos_RASGOSZ(lOO) 0.97 | 0.97 0.97
(v/ /*) | (0/9/0) (0/9/0)

Se obtiene en verdaderos positivos (Tabla 62) el mejor resultado de 98 %
con el conjunto de datos Modelo_72h_Optimos_ RASGOS1 .

Tabla 65 True_negative_rate
Analysing: True negative rate
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Dataset (1) functio | (2) func (3) func
Modelo 72h Normales (100) 0.92 | 0.92 0.89
Modelo 72h Normales RASGO1 (100) 0.94 | 0.94 0.94
Modelo 72h Normales RASGO2(100) 0.90 | 0.90 0.91
Modelo 72h Especialista (100) 0.88 | 0.88 0.88
Modelo 72h Especialista R1(100) 0.98 | 0.98 0.98
Modelo 72h Especialista R2(100) 0.85 | 0.85 0.85
Modelo_72h_0ptimos (100) 0.73 | 0.73 0.72
Modelo_72h_0ptimos_RASGOSl(100) 0.89 | 0.89 0.89
Modelo_72h_0ptimos_RASGOSZ(100) 0.73 | 0.75 0.74
(v/ /*) | (0/9/0) (0/9/0)

Un 98% de verdaderos negativos (Tabla 63) y 3 % de falsos positivos (Tabla
64) son los resultados mas sobresalientes, obtenidos con el conjunto de datos
Modelo_72h_Especialista_ RASGOS1 .

Tabla 66 False_positive_rate
Analysing: False positive_rate

Dataset (1) functio | (2) func (3) func
Modelo 72h Normales (100) 0.09 | 0.09 0.12
Modelo 72h Normales RASGO (100) 0.06 | 0.06 0.06
Modelo 72h Normales RASGO (100) 0.10 | 0.10 0.10
Modelo 72h Especialista (100) 0.13 | 0.13 0.13
Modelo 72h Especialista R(100) 0.03 | 0.03 0.03
Modelo 72h Especialista R(100) 0.15 | 0.15 0.15
Modelo 72h Optimos (100) 0.27 | 0.28 0.28
Modelo 72h Optimos RASGOS (100) 0.12 | 0.12 0.12
Modelo 72h Optimos RASGOS (100) 0.27 | 0.26 0.26
(v/ /*) | (0/9/0) (0/9/0)
Tabla 67 False_negative_rate
Analysing: False negative rate
Dataset (1) functio | (2) func (3) func
Modelo 72h Normales (100) 0.03 | 0.03 0.03
Modelo 72h Normales RASGO (100) 0.02 | 0.02 0.02
Modelo 72h Normales RASGO (100) 0.02 | 0.02 0.02
Modelo 72h Especialista (100) 0.03 | 0.03 0.03
Modelo 72h Especialista R(100) 0.03 | 0.03 0.02
Modelo 72h Especialista R(100) 0.03 | 0.03 0.03
Modelo 72h Optimos (100) 0.03 | 0.04 0.04
Modeloi72h7©ptimosiRASGOS(lOO) 0.02 | 0.02 0.02
Modeloi72h7©ptimosiRASGOS(lOO) 0.03 | 0.03 0.03
(v/ /*) | (0/9/0) (0/9/0)

En el indicador de falsos negativos (Tabla 65) muestran el mejor resultado,

2%, el modelo MLP en sus tres configuraciones y con los conjuntos de datos:
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Modelo 72h_Normales RASGOS1, Modelo_72h_Normales RASGOS2 vy
Modelo_72h_Optimos_ RASGOS1.

Se concluye que el modelo de mejor desempeiio es MLP obtenido a partir de
la funcion (3) con el conjunto de datos Modelo_72h_Especialista RASGOS1,
con las deméas configuraciones y con el conjunto de datos

Modelo_72h_Normales_ RASGOS1 se obtiene resultados muy préximos a este.

3.8.2 Arbol de decision J48
El experiment6 se realizd con nueve modelos con el empleo de la técnica j48

generados por la distintas configuraciones de la conjunto de datos.

Tabla 68 Percent_correct

Analysing: Percent correct
Dataset (1) trees.J4s8
Modelo 72h Normales (100) 88.48

|
Modelo 72h Normales RASGO1 (100) 89.33 |
Modelo 72h Normales RASGO2 (100) 90.50 |
Modelo 72h Especialista (100) 90.64 |
Modelo 72h Especialista R1(100) 91.07 |
Modelo 72h Especialista R2(100) 88.88 |
Modelo 72h Optimos (100) 88.67 |
Modelo 72h Optimos RASGOS1(100) 90.10 |
Modelo_72h_©ptimos_RASGOS2(lOO) 90.40 |

Segun el porcentaje de casos clasificados correctamente (Tabla 66) el arbol de
decision J48 con el conjunto de datos Modelo 72h_Especialista RASGOS1
fue el de mejor desempefio con un 91.07 % de aciertos. Aunque este modelo
con los conjuntos de datos Modelo_72h_Normales_ RASGOS2,
Modelo_72h_Especialista y Modelo_72h_Optimos_ RASGOS1 alcanzan
porcentajes de clasificacion correcta muy proximos al de mejor desempefio.

Tabla 69 Kappa_statistic
Analysing: Kappa statistic

Dataset (1) trees.J4s8
Modelo 72h Normales (100) 0.67 |
Modelo 72h Normales RASGO1 (100) 0.69 |
Modelo 72h Normales RASGO2 (100) 0.75 |
Modelo 72h Especialista (100) 0.75 |
Modelo 72h Especialista R1(100) 0.76 |
Modelo 72h Especialista R2(100) 0.70 |
Modelo 72h Optimos (100) 0.67 |
Modelo 72h Optimos RASGOS1(100) 0.72 |
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Modelo 72h Optimos RASGOS2(100) 0.74 |

Segun el coeficiente Kappa (Tabla 66) el arbol de decision J48 con el
conjunto de datos Modelo_72h_Especialista RASGOS1 fue el de mejor
desempeiio con un indice de 0,76. Aunque este modelo con los conjuntos de
datos Modelo_72h_Normales RASGOS2 y Modelo_72h_Especialista alcanzan
indices de Kappa muy proximos al obtenido por el modelo de mejor
desempeinio.

Tabla 70 True_positive_rate
Analysing: True positive rate

Dataset (1) trees.J4s
Modelo 72h Normales (100) 0 |
Modelo 72h Normales RASGO1 (100) 0 |
Modelo 72h Normales RASGO2 (100) 0 |
Modelo 72h Especialista (100) 0 |
Modelo 72h Especialista R1(100) 0.94 |
Modelo 72h Especialista R2(100) 0 |
Modelo 72h Optimos (100) 0 |
Modelo_72h_©ptimos_RASGOSl(lOO) 0 |
Modelo 72h Optimos RASGOS2(100) O |

Las razones de verdaderos positivos y de falsos negativos (Tabla 68 y 69)
mas favorables son alcanzadas por el arbol de decision j48 con los conjuntos
de datos Modelo_72h_Normales_ RASGOS1 y Modelo_72h_Optimos con 0,95
% y 5 % respectivamente.

Tabla 71 False_negative_rate
Analysing: False negative rate

Dataset (1) trees.J4s8
Modelo 72h Normales (100) 0.06 |
Modelo 72h Normales RASGO (100) 0.05 |
Modelo 72h Normales RASGO (100) 0.07 |
Modelo 72h Especialista (100) 0.06 |
Modelo 72h Especialista R(100) 0.06 |
Modelo 72h Especialista R(100) 0.08 |
Modelo 72h Optimos (100) 0.05 |
Modelo 72h Optimos RASGOS (100) 0.06 |
Modelo 72h Optimos RASGOS (100) 0.06 |

Tabla 72 False_positive_rate
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Analysing: False positive rate

Dataset (1) trees.J4s8
Modelo 72h Normales (100) 0.27 |
Modelo 72h Normales RASGO (100) 0.27 |
Modelo 72h Normales RASGO (100) 0.16 |
Modelo 72h Especialista (100) 0.17 |
Modelo 72h Especialista R(100) 0.16 |
Modelo 72h Especialista R(100) 0.21 |
Modelo_72h_0ptimos (100) 0.29 |
Modelo 72h Optimos RASGOS (100) 0.21 |
Modelo 72h Optimos RASGOS (100) 0.19 |

Las razones de falsos positivos y de verdaderos negativos (Tabla 70 y 71)
mas favorables son alcanzadas por el arbol de decision j48 con los conjuntos
de datos Modelo_72h_Normales RASGOS2 y
Modelo_72h_Especialista_ RASGOS1 con 16 % y 84 % respectivamente.

Tabla 73 True_negative_rate

Analysing: True negative rate
Dataset (1) trees.J4s8
Modelo 72h Normales (100) 0.73 |
Modelo 72h Normales RASGO (100) 0.74 |
Modelo 72h Normales RASGO (100) 0.84 |
Modelo 72h Especialista (100) 0.83 |
Modelo 72h Especialista R(100) 0.84 |
Modelo 72h Especialista R(100) 0.79 |
Modelo_72h_©ptimos (100) 0.71 |
Modelo_72h_©ptimos_RASGOS(lOO) 0.80 |
Modelo 72h Optimos RASGOS (100) 0.81 |

Se concluye que el modelo de mejor desempefio en arbol de decision j48 es el
corrido con el conjunto de datos Modelo_72h_Especialista_ RASGOS1.

3.8.3 IBK (Vecino més cercano)
El experimenté con el empleo del IBK se realizé con nueve modelos con el

generados por la distintas configuraciones de la conjunto de datos.

Tabla 74 Percent_correct
Analysing: Percent correct

Dataset (1) lazy.IBk

78



Capitulo 3

Modelo 72h Normales (100) 87.60 |
Modelo 72h Normales RASGO1 (100) 94.24 |
Modelo 72h Normales RASGO2 (100) 85.62 |
Modelo 72h Especialista (100) 92.50 |
Modelo 72h Especialista R1(100) 98.00 |
Modelo 72h Especialista R2(100) 90.90 |
Modelo 72h Optimos (100) 90.17 |
Modelo_72h_0ptimos_RASGOSl(100) 90.48 |
Modelo_72h_0ptimos_RASGOSZ(100) 85.86 |

Segun el porcentaje de casos clasificados correctamente (Tabla 72y 73) el
modelo IBK de mejor desempeiio fue el corrido con el conjunto de datos
Modelo_72h_Especialista_ RASGOS1 con un 98.00 % de aciertos, que
también alcanza el mayor coeficiente de Kappa con un indice de 0,95.

Tabla 75 Kappa_statistic
Analysing: Kappa statistic

Dataset (1) lazy.IBk
Modelo 72h Normales (100) 0 |
Modelo 72h Normales RASGO1 (100) 0 |
Modelo 72h Normales RASGO2 (100) 0 |
Modelo 72h Especialista (100) 0 |
Modelo 72h Especialista R1(100) 0.95 |
Modelo 72h Especialista R2(100) 0 |
Modelo 72h Optimos (100) 0 |
Modelo 72h Optimos RASGOS1(100) O |
Modelo 72h Optimos RASGOS2(100) O |

Tabla 76 True_positive_rate
Analysing: True positive rate

Dataset (1) lazy.IBk
Modelo 72h Normales (100) 0 |
Modelo 72h Normales RASGO1 (100) 0 |
Modelo 72h Normales RASGO2 (100) 0 |
Modelo 72h Especialista (100) 0 |
Modelo 72h Especialista R1(100) 0.98 |
Modelo 72h Especialista R2(100) 1 |
Modelo 72h Optimos (100) 0 |
Modelo 72h Optimos RASGOS1(100) O |
Modelo 72h Optimos RASGOS2(100) 1 |

Los modelos IBK de mejor desempefio segun los indicadores verdaderos

positivos y falsos negativos (Tabla 74 y 75) fueron los corridos con los
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conjuntos de datos Modelo_72h_Normales RASGOS2,
Modelo_72h_Especialista_ RASGOS1 y Modelo_72h_Optimos,con un 98 % de
verdaderospositivos y un 2 % de falsos negativos.

Tabla 77 False_negative_rate
Analysing: False negative rate

Modelo 72h Normales (100) 0

Modelo 72h Normales RASGO1 (100) 0 |
Modelo 72h Normales RASGOZ(100) O |
Modelo 72h Especialista (100) 0 |
Modelo 72h Especialista R1(100) 0.02 |
Modelo 72h Especialista R2(100) 0 |
Modelo 72h Optimos (100) 0 |
Modelo 72h Optimos RASGOS1(100) O |
Modelo 72h Optimos RASGOS2(100) O |

Tabla 78 False_positive_rate

Analysing: False positive rate
Dataset (1) lazy.IBk
Modelo 72h Normales (100) 32

0 |
Modelo 72h Normales RASGO1 (100) O |
Modelo 72h Normales RASGO2 (100) 0 |
Modelo 72h Especialista (100) 0 |
Modelo 72h Especialista R1(100) 0.02 |
Modelo 72h Especialista R2(100) O |
Modelo 72h Optimos (100) 0 |
Modelo 72h Optimos RASGOS1(100) O |
Modelo 72h Optimos RASGOS2(100) O |

Los modelos IBK de mejor desempefio segun los indicadores falsos positivos y
verdaderos negativos (Tabla 75 y 76) fue corrido con el conjunto de datos
Modelo_72h_Especialista_ RASGOS1, con un 2 % de falsos positivos y un 98
% de verdaderos negativos.

Tabla 79 True_negative_rate
Analysing: True negative rate

Dataset (1) lazy.IBk
Modelo 72h Normales (100) 0 |
Modelo 72h Normales RASGO1 (100) O |
Modelo 72h Normales RASGO2 (100) O |
Modelo 72h Especialista (100) 0.88 |
Modelo 72h Especialista R1(100) O |
Modelo 72h Especialista R2(100) O |
Modelo 72h Optimos (100) 0
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Modelo 72h Optimos RASGOS1(100) 0.74 |
Modelo 72h Optimos RASGOS2(100) 0.46 |

Nota: ademas de los indicadores analizados en los resultados; se presentan
otros indicadores, que pueden ser consultados en el anexo4 los cuales son:
true_negative_rate, num_true_negative, false_negative_rate y
num_false negative,

3.9 Comparacion de modelos alas 72 horas

El grafico 6 muestra comparativamente el desempefio de cada uno de los
cinco modelos de aprendizaje automatico aplicados a las 72 horas del ingreso
respecto a los indicadores porcentaje de clasificacidn correcta y coeficiente
Kappa ampliado a una escala de 1 al00, donde se aprecia que es la técnica

IBK la de mejor desempefiio.

Comparacion de resultados a las 72 horas

100,00 Indicador

— 0 clasificacidn correcta
—coatcents Kappa x 100
O % clasificacidn correcta

95,0071 coeficiente Kappa x 100

90,0071

%

85,007

80,00

75,007

T T T T
MLP Funcidn1 MLP Funcion2 MLP Funcidon3  Arbol de BK
decision |48

Gréafico 6 Comparacion de resultados a las 72 horas

Se concluye ademas que el conjunto de datos
Modelo_72h_Especialista_ RASGOS1 fue la de mejor contribucion al

desemperio de las técnicas aplicadas.
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En la tabla 77 se presentan los mejores resultados de cada técnica aplicada,

asi como el conjunto de datos con la que obtuvo el mejor desempefio de las

técnicas de aprendizaje automatico en la clasificacion en el modelo de

pronéstico a las 72 horas del ingreso.

Tabla 80 Comparacion de las técnicas a las 72 horas

Indicadores

(3) MLP

Arbol de Decision J48

IBK
(vecino mas
cercano)

Conjunto de dato de
mejor desempefio

Modelo_72h_Especialista_
RASGOS1

Modelo_72h_Especialista_
RASGOS1

Modelo_72h_Especialista_
RASGOS1

Porcent_correct 97.54 91.07 98.00
Kappa_statistc 0.94 0.76 0.95
True_positive rate 0.98 0.94 0.98
False positive rate | 0.03 0.16 0.02
True_negative_rate | 0.98 0.84 0.98
False Negative rate | 0.02 0.06 0.02

Las comparaciones realizadas permiten concluir que:

-Todos los modelos experimentados mostraron resultados positivos

destacandose en la mayoria de los indicadores los modelos MLP e IBK.

-La preparacion de los datos con el criterio de seleccion de rasgos RASGOS1

fue el que mas aportod al desempefio de las técnicas de IA aplicadas.

- La preparacion de los datos con el criterio de especialista fue el que mas

aport6 al desempefio de las técnicas de IA aplicadas.

-El modelo de mejor desempefio en el prondstico a las 72 horas fue IBK con el
conjunto de datos Modelo_72h_Especialista RASGOS1.

82




Conclusiones

Del andlisis de los resultados del experimento realizado con el modelo

planteado se derivan las conclusiones siguientes:

e EI modelo propuesto se apoya en mas de una técnica de clasificacion
atendiendo al momento de la misma

o Al momento del ingreso, la técnica mas eficiente en precision al
clasificar fue la IBK, utlizando el conjunto de datos
Modelo_Ingreso_Optimos.

o A las 24 horas de ingresado, la técnica mas eficiente en precision
al clasificar fue el Arbol de decision J48, utilizando el conjunto de
datos Modelo_24H_Optimos_RASGOS2.

o A las 48 horas de ingresado el paciente, la técnica mas eficiente
en precision al clasificar fue el Arbol de decision J48 con el
conjunto de datos Modelo_48H_Especialista RASGOSL1.

o Para el modelo a las 72 horas la técnica y conjunto de datos mas
eficiente en precisibn a la hora de clasificar en cuanto a los
indicadores que se midieron es el IBK y el conjunto de datos
Modelo_72H_Especialista_ RASGOSI1.

e Los modelos aplicados mejoraron en un porcentaje significativo el
prondstico con respecto al que se obtiene por la clasificacion convencional
realizada por los especialistas.

e Se utilizé la técnica de mineria de datos Detector automético de
interacciones Chi-cuadrado (CHAID) para la granulacion de variables
independientes como criterio que optimiza la relacion con la variable
dependiente, nombrando esta como granulacién éptima.

e La granulaciéon de los datos influyd positivamente en la calidad de
clasificacion.

e La granulacion optima es la que mejor contribuye al desempeiio de las
técnicas de aprendizaje automatico en la clasificacion al ingreso y a las 24

horas.

83



Conclusiones

La granulacion basada en el criterio del especialista es la que mejor
contribuye al desempefo de las técnicas de aprendizaje automatico en la
clasificacion alas 48 y 72 horas.

Entre los métodos de seleccion de rasgos el de mejor desempefio fue
CfsSubsetEval.
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Recomendaciones

e Realizar en el futuro un estudio similar al hecho en esta investigacion que

permita mejorar o confirmar el prondstico con el modelo obtenido utilizando

una mayor cantidad de casos.
e Elaborar un sistema informatico para el pronéstico de pacientes con

traumas graves de craneo, utilizando el modelo propuesto.
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Anexol Indicadores al momento del Ingreso

MLP

Analysing: Num_true positives

Dataset (1) functio | (2) func (3) func
Modelo Ingreso Normales (100) 4.63 | 4.67 4.59
Modelo Ingreso Especialis (100) 4.55 | 4.50 4.55
Modelo_Ingreso_Optimos (100) 4.86 | 4.85 4.88
(v/ /*) | (0/3/0) (0/3/0)

Analysing: False positive rate

Dataset (1) functio | (2) func (3) func
Modelo Ingreso Normales (100) 0.20 | 0.22 0.23
Modelo Ingreso Especialis (100) 0.30 | 0.30 0.30
Modelo_Ingreso_Optimos (100) 0.23 | 0.19 0.20
(v/ /*) | (0/3/0) (0/3/0)
Analysing: Num false positives
Dataset (1) functio | (2) func (3) func
Modelo Ingreso Normales (100) 0.61 | 0.65 0.68
Modelo Ingreso Especialis (100) 0.90 | 0.90 0.90
Modelo_Ingreso_Optimos (100) 0.69 | 0.58 0.59
(v/ /*) | (0/3/0) (0/3/0)

.Analysing: Num true negatives

Dataset (1) functio | (2) func (3) func
Modelo Ingreso Normales (100) 2.39 | 2.35 2.32
Modelo Ingreso Especialis (100) 2.10 | 2.10 2.10
Modelo_Ingreso_Optimos (100) 2.31 | 2.42 2.41

(v/ /*) | (0/3/0) (0/3/0)

Analysing: False negative rate

Dataset (1) functio | (2) func (3) func
Modelo Ingreso Normales (100) 0.13 | 0.12 0.14
Modelo Ingreso Especialis(100) 0.14 | 0.15 0.14
Modelo Ingreso Optimos (100) 0.08 | 0.09 0.08

(v/ /*) | (0/3/0) (0/3/0)
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Analysing: Num_ false negatives

Dataset (1) functio |
Modelo Ingreso Normales (100) 0.67 |
Modelo Ingreso Especialis (100) 0.75 |
Modelo Ingreso Optimos (100) 0.44 |

(v/ /*) |

J48

Analysing: Num_ true positives

Dataset (1) trees.J4s8
Modelo Ingreso Normales (100) 4.58 |
Modelo Ingreso Especialis (100) 4.51 |
Modelo_Ingreso_Optimos (100) 4.77 |
(v/ /*) |

Analysing: False positive rate

Dataset (1) trees.J4s8
Modelo Ingreso Normales (100) 0.36 |
Modelo Ingreso Especialis (100) 0.32 |
Modelo_Ingreso_Optimos (100) 0.27 |
(v/ /*) |

Analysing: Num false positives

Dataset (1) trees.J48
Modelo Ingreso Normales (100) 1.08
Modelo Ingreso Especialis (100) 0.95
Modelo_Ingreso_Optimos (100) 0.82
(v/ /™)

Analysing: Num_ true negatives

Dataset (1) trees.J48
Modelo Ingreso Normales (100) 1.92 |
Modelo Ingreso Especialis (100) 2.05 |
Modelo_Ingreso_Optimos (100) 2.18 |
(v/ /%) |

Analysing: False negative rate

Dataset (1) trees.Jj4s8

(0/3/0)

(0/3/0)
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Modelo Ingreso Especialis (100) 0.15 |
ModeloiIngresoiéptimos (100) 0.10 |
(v/ /™) |

Analysing: Num_ false negatives

Dataset (1) trees.J4s8
Modelo Ingreso Normales (100) 0.72 |
Modelo Ingreso Especialis (100) 0.79 |
Modelo Ingreso Optimos (100) 0.53 |
(v/ /*) |

Analysing: Num_true positives

Dataset (1) lazy.IBk
Modelo Ingreso Normales (100) 4.89 |
Modelo Ingreso Especialis (100) 4.88 |
Modelo_Ingreso_Optimos (100) 5.27 |
(v/ /*) |

Analysing: False positive rate

Dataset (1) lazy.IBk
Modelo Ingreso Normales (100) 0.37 |
Modelo Ingreso Especialis (100) 0.36 |
Modelo Ingreso Optimos (100) 0.21 |
(v/ /*) |

Analysing: Num false positives

Dataset (1) lazy.IBk
Modelo Ingreso Normales (100) 1.11 |
Modelo Ingreso Especialis (100) 1.07 |
Modelo_Ingreso_Optimos (100) 0.62 |
(v/ /%) |

Analysing: Num_ true negatives

Dataset (1) lazy.IBk
Modelo Ingreso Normales (100) 1.89 |
Modelo Ingreso Especialis (100) 1.93 |
Modelo Ingreso Optimos (100) 2.38 |
(v/ /%) |

Analysing: False negative rate
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Dataset (1) lazy.IBk
Modelo Ingreso Normales (100) 0.08 |
Modelo Ingreso Especialis (100) 0.08 |
Modelo Ingreso Optimos (100) 0.01 |
(v/ /*) |

Analysing: Num false negatives

Dataset (1) lazy.IBk
Modelo Ingreso Normales (100) 0.41 |
Modelo Ingreso Especialis (100) 0.42 |
Modelo Ingreso Optimos (100) 0.03 |
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Anexo2 Indicadores a las 24 horas de ingresado

MLP

Analysing: Num false positives

Dataset (1) functio | (2) func (3) func
Modelo 24H Normales (100) 0.46 | 0.37 0.38
Modelo 24h Normales RASGO (100) 0.35 | 0.26 0.27
Modelo 24h Normales RASGO (100) 0.47 | 0.45 0.39
Modelo 24H Especialista (100) 0.46 | 0.46 0.45
Modelo 24h Especialista R(100) 0.24 | 0.24 0.25
Modelo 24h Especialista R(100) 0.33 | 0.33 0.30
Modelo 24H Optimo (100) 0.43 | 0.41 0.39
Modelo_24h_Optimos_RASGOS(100) 0.34 | 0.31 0.29
Modelo_24h_0ptimos_RASGOS(100) 0.40 | 0.40 0.40
(v/ /*) | (0/9/0) (0/9/0)
Analysing: Num true positives
Dataset (1) functio | (2) func (3) func
Modelo 24H Normales (100) 4.92 | 4.92 4.92
Modelo 24h Normales RASGO (100) 5.07 | 5.07 5.06
Modelo 24h Normales RASGO (100) 4.95 | 4.93 4.93
Modelo 24H Especialista (100) 4.99 | 4.99 4.98
Modelo 24h Especialista R(100) 4.94 | 4.94 4.94
Modelo 24h Especialista R(100) 4.93 | 4.93 4.92
Modelo_24H_Optimo (100) 4.906 | 4.96 4.96
Modelo 24h Optimos RASGOS (100) 5.03 | 5.03 5.05
Modelo 24h Optimos RASGOS (100) 4.95 | 4.89 4.90
(v/ /*) | (0/9/0) (0/9/0)
Analysing: Num_ true negatives
Dataset (1) functio | (2) func (3) func
Modelo 24H Normales (100) 2.54 | 2.63 2.62
Modelo 24h Normales RASGO (100) 2.65 | 2.74 2.73
Modelo 24h Normales RASGO (100) 2.53 | 2.55 2.61
Modelo 24H Especialista (100) 2.54 | 2.54 2.55
Modelo 24h Especialista R(100) 2.76 | 2.76 2.75
Modelo 24h Especialista R(100) 2.67 | 2.67 2.70
Modelo_24H_Optimo (100) 2.57 | 2.59 2.61
Modelo_24h_Optimos_RASGOS(lOO) 2.66 | 2.69 2.71
Modelo_Z4h_©ptimos_RASGOS(100) 2.60 | 2.60 2.60
(v/ /*) | (0/9/0) (0/9/0)

El ndmero de casos de vivos clasificados; y que son vivo es de 2.74 este

namero es un promedio.

Analysing: Num_ false negatives

Dataset (1) functio | (2) func (3) func
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Modelo 24H Normales (100) 0.38 |
Modelo 24h Normales RASGO (100) 0.23 |
Modelo 24h Normales RASGO (100) 0.35 |
Modelo 24H Especialista (100) 0.31 |
Modelo 24h Especialista R(100) 0.36 |
Modelo 24h Especialista R(100) 0.37 |
Modelo 24H Optimo (100) 0.34 |
Modelo 24h Optimos RASGOS (100) 0.27 |
Modelo_24h_Optimos_RASGOS(100) 0.35 |
(v/ /*) |
J84
Analysing: Num_true positives
Dataset (1) trees.J4s8
Modelo 24H Normales (100) 4.95 |
Modelo 24h Normales RASGO (100) 5.00 |
Modelo 24h Normales RASGO (100) 4.78 |
Modelo 24H Especialista (100) 4.69 |
Modelo 24h Especialista R(100) 4.79 |
Modelo 24h Especialista R(100) 4.94 |
Modelo_24H_Optimo (100) 4.80 |
Modelo_24h_©ptimos_RASGOS(lOO) 5.00 |
Modelo_24h_©ptimos_RASGOS(lOO) 5.08 |
(v/ /*) |
Analysing: Num false positives
Dataset (1) trees.J4s8
Modelo 24H Normales (100) 0.58 |
Modelo 24h Normales RASGO (100) 0.53 |
Modelo 24h Normales RASGO (100) 0.39 |
Modelo 24H Especialista (100) 0.64 |
Modelo 24h Especialista R(100) 0.60 |
Modelo 24h Especialista R(100) 0.21 |
Modelo 24H Optimo (100) 0.48 |
Modelo_Z4h_Optimos_RASGOS(lOO) 0.43 |
Modelo_Z4h_Optimos_RASGOS(lOO) 0.10 |
(v/ /*) |
Analysing: Num true negatives
Dataset (1) trees.Jj4s8
Modelo 24H Normales (100) 2.42 |
Modelo 24h Normales RASGO (100) 2.47 |
Modelo 24h Normales RASGO (100) 2.61 |
Modelo 24H Especialista (100) 2.36 |
Modelo 24h Especialista R(100) 2.40 |
Modelo 24h Especialista R(100) 2.79 |
Modelo 24H Optimo (100) 2.52 |
Modelo 24h Optimos RASGOS (100) 2.57 |
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Analysing: Num_ false negatives

Dataset (1) trees.J4s8
Modelo 24H Normales (100) 0.35 |
Modelo 24h Normales RASGO (100) 0.30 |
Modelo 24h Normales RASGO (100) 0.52 |
Modelo 24H Especialista (100) 0.61 |
Modelo 24h Especialista R(100) 0.51 |
Modelo 24h Especialista R(100) 0.36 |
Modelo 24H Optimo (100) 0.50 |
Modelo 24h Optimos RASGOS (100) 0.30 |
Modelo 24h Optimos RASGOS (100) 0.22 |
(v/ /%) |
IBK

Analysing: Num_ true positives

Dataset (1) lazy.IBk
Modelo 24H Normales (100) 5.08 |
Modelo 24h Normales RASGO (100) 5.06 |
Modelo 24h Normales RASGO (100) 5.18 |
Modelo 24H Especialista (100) 5.19 |
Modelo 24h Especialista R(100) 5.10 |
Modelo 24h Especialista R(100) 5.21 |
Modelo 24H Optimo (100) 5.20 |
Modelo 24h Optimos RASGOS (100) 5.12 |
Modelo 24h Optimos RASGOS (100) 5.22 |
(v/ /%) |
Analysing: Num false positives
Dataset (1) lazy.IBk
Modelo 24H Normales (100) 0.68 |
Modelo 24h Normales RASGO (100) 0.41 |
Modelo 24h Normales RASGO (100) 0.83 |
Modelo 24H Especialista (100) 0.63 |
Modelo 24h Especialista R(100) 0.38 |
Modelo 24h Especialista R(100) 1.05 |
Modelo 24H Optimo (100) 0.39 |
Modelo 24h Optimos RASGOS (100) 0.60 |
Modelo 24h Optimos RASGOS (100) 0.70 |

Analysing: Num true negatives

Dataset (1) lazy.IBk
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Modelo 24H Normales ( )
Modelo 24h Normales RASGO (100)
Modelo 24h Normales RASGO (100)
Modelo 24H Especialista (100)
Modelo 24h Especialista R(100)
Modelo 24h Especialista R(100)
Modelo 24H Optimo (100)
Modelo 24h Optimos RASGOS (100)
Modelo 24h Optimos RASGOS (100)

Analysing: Num false negatives

Dataset (1)

Modelo 24H Normales ( )
Modelo 24h Normales RASGO (100)
Modelo 24h Normales RASGO ( )
Modelo 24H Especialista (100)
Modelo 24h Especialista R(100)
Modelo 24h Especialista R(100)
Modelo 24H Optimo (100)
Modelo 24h Optimos RASGOS (100)
Modelo 24h Optimos RASGOS (100)
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(0/9/0)

(0/9/0)

MLP
Analysing: Num false positives
Dataset (1) functio
Modelo 48h Normales (100) 0.44
Modelo 48h Normales RASGO(100) 0.37
Modelo 48h Normales RASGO (100) 0.50
Modelo 48h Espacialista (100) 0.20
Modelo 48h Especialista R(100) 0.19
Modelo 48h Especialista R(100) 0.14
Modelo_48h_éptimos (100) 0.50
Modelo 48h Optimos RASGOS (100) 0.37
Modelo 48h Optimos RASGOS (100) 0.44
(v/ /™)
Analysing: Num_ true positives
Dataset (1) functio
Modelo 48h Normales (100) 5.10
Modelo 48h Normales RASGO (100) 5.20
Modelo 48h Normales RASGO (100) 4.97
Modelo 48h Espacialista (100) 5.09
Modelo 48h Especialista R(100) 5.16
Modelo 48h Especialista R(100) 5.06
Modelo_48h_©ptimos (100) 5.19
Modelo_48h_©ptimos_RASGOS(lOO) 5.13
Modelo_48h_©ptimos_RASGOS(lOO) 5.12
(v/ /%)
Analysing: Num_ true negatives
Dataset (1) functio
Modelo 48h Normales (100) 2.06
Modelo 48h Normales RASGO (100) 2.13
Modelo 48h Normales RASGO (100) 2.00
Modelo 48h Espacialista (100) 2.30
Modelo 48h Especialista R(100) 2.31
Modelo 48h Especialista R(100) 2.36
Modelo_48h_éptimos (100) 2.00
Modelo_48h_Optimos_RASGOS(lOO) 2.13
Modelo_48h_Optimos_RASGOS(lOO) 2.06
(v/ /%)
Analysing: Num false negatives
Dataset (1) functio
Modelo 48h Normales (100) 0.20
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Modelo 48h Normales RASGO (100) 0.10 |
Modelo 48h Normales RASGO (100) 0.33 |
Modelo 48h Espacialista (100) 0.21 |
Modelo 48h Especialista R(100) 0.14 |
Modelo 48h Especialista R(100) 0.24 |
Modelo_48h_0ptimos (100) 0.11 |
Modelo 48h Optimos RASGOS (100) 0.17 |
Modelo 48h Optimos RASGOS (100) 0.18 |
(v/ /%) |
J48
Analysing: Num true positives
Dataset (1) trees.J4s8
Modelo 48h Normales (100) 4.98 |
Modelo 48h Normales RASGO (100) 4.98 |
Modelo 48h Normales RASGO (100) 4.94 |
Modelo 48h Espacialista (100) 5.16 |
Modelo 48h Especialista R(100) 5.16 |
Modelo 48h Especialista R(100) 5.10 |
Modelo 48h Optimos (100) 4.95 |
Modelo 48h Optimos RASGOS (100) 4.98 |
Modelo_48h_©ptimos_RASGOS(lOO) 4.93 |
(v/ /*) |
Analysing: Num false positives
Dataset (1) trees.J4s8
Modelo 48h Normales (100) 0.27 |
Modelo 48h Normales RASGO (100) 0.19 |
Modelo 48h Normales RASGO (100) 0.33 |
Modelo 48h Espacialista (100) 0.12 |
Modelo 48h Especialista R(100) 0.12 |
Modelo 48h Especialista R(100) 0.10 |
Modelo 48h Optimos (100) 0.56 |
Modelo 48h Optimos RASGOS (100) 0.46 |
Modelo_48h_Optimos_RASGOS(lOO) 0.41 |
(v/ /*) |
Analysing: Num true negatives
Dataset (1) trees.J4s8
Modelo 48h Normales (100) 2.23 |
Modelo 48h Normales RASGO (100) 2.31 |
Modelo 48h Normales RASGO (100) 2.17 |
Modelo 48h Espacialista (100) 2.38 |
Modelo 48h Especialista R(100) 2.38 |
Modelo 48h Especialista R(100) 2.40 |
Modelo 48h Optimos (100) 1.94 |
Modelo 48h Optimos RASGOS (100) 2.04 |
Modelo 48h Optimos RASGOS (100) 2.09 |

OO OO OO oo

.10
.33
.20
.14
.27
11
.12
.19

(0/9/0)
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.33
.15
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.27
.12
.16
.19

(0/9/0)
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Analysing: Num false negative

Dataset (1)

Modelo 48h Normales ( )
Modelo 48h Normales RASGO (100)
Modelo 48h Normales RASGO ( )
Modelo 48h Espacialista (100)
Modelo 48h Especialista R(100)
Modelo 48h Especialista R(100)
Modelo 48h Optimos (100)
Modelo 48h Optimos RASGOS (100)
Modelo 48h Optimos RASGOS (100)

Analysing: Num true positives

Dataset (1)

Modelo 48h Normales ( )
Modelo 48h Normales RASGO (100)
Modelo 48h Normales RASGO (100)
Modelo 48h Espacialista (100)
Modelo 48h Especialista R(100)
Modelo 48h Especialista R(100)
Modelo 48h Optimos (100)
Modelo 48h Optimos RASGOS (100)
Modelo 48h Optimos RASGOS (100)

Analysing: Num false negative

Dataset (1)

Modelo 48h Normales ( )
Modelo 48h Normales RASGO (100)
Modelo 48h Normales RASGO (100)
Modelo 48h Espacialista (100)
Modelo 48h Especialista R(100)
Modelo 48h Especialista R(100)
Modelo 48h Optimos (100)
Modelo 48h Optimos RASGOS (100)
Modelo 48h Optimos RASGOS (100)

Analysing: Num false positive

Dataset (1)

Modelo 48h Normales ( )
Modelo 48h Normales RASGO (100)
Modelo 48h Normales RASGO (100)
Modelo 48h Espacialista (100)
Modelo 48h Especialista R(100)

S

trees.J48

S

S
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100
100
100
100

Modelo 48h Especialista R
Modelo 48h Optimos

Modelo 48h Optimos RASGOS
Modelo 48h Optimos RASGOS

AA,-\A
[

Analysing: Num_true negatives

Dataset (1)

Modelo 48h Normales ( )
Modelo 48h Normales RASGO (100)
Modelo 48h Normales RASGO ( )
Modelo 48h Espacialista (100)
Modelo 48h Especialista R(100)
Modelo 48h Especialista R(100)
Modelo 48h Optimos (100)
Modelo 48h Optimos RASGOS (100)
Modelo 48h Optimos RASGOS (100)
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Anexo4 Indicadores a las 72 horas de ingresado

MPL

Analysing: Num_ true positives

Dataset (1) functio | (2) func (3) func
Modelo 72h Normales (100) 4.96 | 4.96 4.96
Modelo 72h Normales RASGO (100) 5.00 | 5.00 5.00
Modelo 72h Normales RASGO (100) 4.98 | 4.98 4.98
Modelo 72h Especialista (100) 4.96 | 4.97 4.97
Modelo 72h Especialista R(100) 4.97 | 4.97 4.98
Modelo 72h Especialista R(100) 4.96 | 4.96 4.97
Modelo_72h_0ptimos (100) 4.93 | 4.91 4.91
Modelo 72h Optimos RASGOS (100) 5.00 | 5.00 5.00
Modelo 72h Optimos RASGOS (100) 4.93 | 4.94 4.93
(v/ /*) | (0/9/0) (0/9/0)
Analysing: Num false positives
Dataset (1) functio | (2) func (3) func
Modelo 72h Normales (100) 0.15 | 0.15 0.21
Modelo 72h Normales RASGO(100) 0.10 | 0.10 0.10
Modelo 72h Normales RASGO (100) 0.18 | 0.18 0.17
Modelo 72h Especialista (100) 0.22 | 0.22 0.22
Modelo 72h Especialista R(100) 0.05 | 0.05 0.05
Modelo 72h Especialista R(100) 0.25 | 0.25 0.25
Modelo_72h_éptimos (100) 0.48 | 0.49 0.50
Modelo 72h Optimos RASGOS (100) 0.21 | 0.21 0.21
Modelo 72h Optimos RASGOS (100) 0.49 | 0.46 0.48
(v/ /*) | (0/9/0) (0/9/0)
Analysing: Num_ true negatives
Dataset (1) functio | (2) func (3) func
Modelo 72h Normales (100) 1.65 | 1.65 1.59
Modelo 72h Normales RASGO (100) 1.70 | 1.70 1.70
Modelo 72h Normales RASGO (100) 1.62 | 1.62 1.63
Modelo 72h Especialista (100) 1.58 | 1.58 1.58
Modelo 72h Especialista R(100) 1.75 | 1.75 1.75
Modelo 72h Especialista R(100) 1.55 | 1.55 1.55
Modelo_72h_éptimos (100) 1.32 | 1.31 1.30
Modelo_72h_éptimos_RASGOS(lOO) 1.59 | 1.59 1.59
Modelo_72h_Optimos_RASGOS(100) 1.31 | 1.34 1.32
(v/ /*) | (0/9/0) (0/9/0)

Analysing: Num false negatives

Dataset (1) functio | (2) func (3) func
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Modelo 72h Normales (100)
Modelo 72h Normales RASGO (100)
Modelo 72h Normales RASGO (100)
Modelo 72h Especialista (100)
Modelo 72h Especialista R(100)
Modelo 72h Especialista R(100)
Modelo 72h Optimos (100)
Modelo 72h Optimos RASGOS (100)

( )

Modelo 72h Optimos RASGOS (100

J48

Llevar loamarillo para anexo

Analysing: Num false positives

Dataset (1)

O O OO OO o oOo

trees.J48

Modelo 72h Normales ( )
Modelo 72h Normales RASGO (100)
Modelo 72h Normales RASGO (100)
Modelo 72h Especialista (100)
Modelo 72h Especialista R(100)
Modelo 72h Especialista R(100)
Modelo 72h Optimos (100)
Modelo 72h Optimos RASGOS (100)
Modelo 72h Optimos RASGOS (100)

Analysing: Num_ true negatives

Dataset (1)

trees.J48

Modelo 72h Normales ( )
Modelo 72h Normales RASGO (100)
Modelo 72h Normales RASGO ( )
Modelo 72h Especialista (100)
Modelo 72h Especialista R(100)
Modelo 72h Especialista R(100)
Modelo 72h Optimos (100)
Modelo 72h Optimos RASGOS (100)
Modelo 72h Optimos RASGOS (100)

Analysing: Num true positives

Dataset (1)

Modelo 72h Normales ( )
Modelo 72h Normales RASGO (100)
Modelo 72h Normales RASGO (100)
Modelo 72h Especialista (100)
Modelo 72h Especialista R(100)
Modelo 72h Especialista R(100)
Modelo 72h Optimos (100)
Modelo 72h Optimos RASGOS (100)
Modelo 72h Optimos RASGOS (100)
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.13
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(0/9/0)
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(v/ /*)

Analysing: Num_ false negatives

Dataset (1) trees.J4s8
Modelo 72h Normales (100) 0.31 |
Modelo 72h Normales RASGO (100) 0.26 |
Modelo 72h Normales RASGO (100) 0.37 |
Modelo 72h Especialista (100) 0.33 |
Modelo 72h Especialista R(100) 0.32 |
Modelo 72h Especialista R(100) 0.40 |
Modelo 72h Optimos (100) 0.25 |
Modelo 72h Optimos RASGOS (100) 0.31 |
Modelo 72h Optimos RASGOS (100) 0.32 |
(v/ /™) |
Llevar lo amarillo para anexos

Analysing: Num true positives

Dataset (1) lazy.IBk
Modelo 72h Normales (100) 4.81 |
Modelo 72h Normales RASGO (100) 4.90 |
Modelo 72h Normales RASGO (100) 5.02 |
Modelo 72h Especialista (100) 4.80 |
Modelo 72h Especialista R(100) 5.00 |
Modelo 72h Especialista R(100) 5.10 |
Modelo 72h Optimos (100) 4.99 |
Modelo 72h Optimos RASGOS (100) 4.91 |
Modelo_72h_©ptimos_RASGOS(lOO) 5.08 |
(v/ /*) |
Analysing: Num false positives
Dataset (1) lazy.IBk
Modelo 72h Normales (100) 0.57 |
Modelo 72h Normales RASGO (100) 0.20 |
Modelo 72h Normales RASGO (100) 0.92 |
Modelo 72h Especialista (100) 0.22 |
Modelo 72h Especialista R(100) 0.04 |
Modelo 72h Especialista R(100) 0.63 |
Modelo_72h_©ptimos (100) 0.57 |
Modelo 72h Optimos RASGOS (100) 0.47 |
Modelo 72h Optimos RASGOS (100) 0.96 |
(v/ /*) |
Dataset (1) lazy.IBk
Modelo 72h Normales (100) 1.23 |

Modelo 72h Normales RASGO (100) 1.60 |
Modelo 72h Normales RASGO(100) 0.88 |
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Modelo 72h Especialista (100)
Modelo 72h Especialista R(100)
Modelo 72h Especialista R(100)
Modelo 72h Optimos (100)
Modelo 72h Optimos RASGOS (100)
Modelo 72h Optimos RASGOS (100)

Analysing: Num false negatives

Dataset (1)

Modelo 72h Normales ( )
Modelo 72h Normales RASGO (100)
Modelo 72h Normales RASGO (100)
Modelo 72h Especialista (100)
Modelo 72h Especialista R(100)
Modelo 72h Especialista R(100)
Modelo 72h Optimos (100)
Modelo 72h Optimos RASGOS (100)
Modelo 72h Optimos RASGOS (100)



